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Zusammenfassung

Bei der Automatisierung einer Objekterkennungsaufgabe wird eine Prozefkette
bestehend aus Vorverarbeitung, Segmentierung, Merkmalsextraktion, Merkmals-
selektion und Klassifikation aufgebaut. Im Allgemeinen werden hierfiir manuell
die geeigneten Algorithmen und ihre Parameter ausgewahlt und konfiguriert, bis
man mit den Ergebnissen zufrieden ist. Als Parameter werden meist spezifische
Eigenschaften oder Merkmale der Objekte verwendet.

Die Auswahl insbesondere der Parameter der Algorithmen sollte auf einer ausrei-
chend grofien, reprisentativen Stichprobe stattfinden, um fiir alle zu erkennenden
Objekte einer Doméne giiltig zu sein. Dies ist durch die manuelle Auswahl meist
nicht gegeben. Zwar kann der Experte intuitiv gut segmentieren und klassifizie-
ren, jedoch die benétigten Parameter nicht mathematisch prizise formulieren.
Ein Algorithmus kann ohne den Experten nicht so wie von diesem gewiinscht
segmentieren, die Parameter aus einer vorliegenden Segmentierung aber einfach
ermitteln — er ist ihm in der Extraktion und statistischen Selektion quantitativ
mekbarer Merkmale iiberlegen.

Im Rahmen dieser Arbeit wurde eine Methodik entwickelt, bei der ein Exper-
te intuitiv Beispiele prasentiert, aus denen der Algorithmus problembezogene
Segmentierungsparameter ableitet. Indem ausreichend Beispiele gegeben werden,
lernt der Algorithmus, die zu erkennenden Objekte zur Zufriedenheit des Exper-
ten zu segmentieren und ihn bei der Automatisierung zu unterstiitzen.

Diese neue Methodik wurde erfolgreich auf verschiedene Probleme angewendet.
Fiir kiinstliche Bilder ergaben sich Ubereinstimmungen der Segmentierungen zu
Referenzsegmentierungen von im Mittel 95 %. Fiir die Brustkrebserkennung konn-
ten Detektionsraten von bis zu 97 % erzielt werden. Fiir die Segmentierung von
Kaumuskeln auf MRT-Daten konnten automatisch Parameter gefunden werden,
mit denen die manuelle Segmentierung zu 99 % reproduziert werden konnte.
Weiterhin wurde die Methode zur Segmentierung natiirlicher und kiinstlicher Sze-
nen verwendet und bei der Detektion von Lunkern in Spritzguliwerkstiicken ge-
testet. Die Ergebnisse konnten hier nur subjektiv bewertet werden.

Bisher kommen nur lokale Merkmale von Grauwertbildern zum Einsatz. Aufgrund
ihres generalisierenden Ansatzes konnen mit der entwickelten Methodik beliebige

lokale Merkmale (z.B. Farbe) der Objekte als Parameter verwendet werden.
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Merkmalsextraktoren
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Merkmale, deren Definitionen in Anhang A zu finden sind. Die Namen wurden
konsistent zur Literatur in Englisch belassen, da oft keine allgemein giiltige deut-
sche Ubersetzung bekannt ist.

S kennzeichnet ein statistisches Merkmal, T ein Texturmerkmal.

Statistische Merkmale

SMean Mean

SVar Variance

SStdDev Standard Deviation
SMin Minimum

SMax Maximum

SSkew Skewness
SSkewMeas Skewness Measure
SKurt Kurtosis

SKurtMeas Kurtosis Measure
SEner Energy

SEntr Entropy
SAnisoCoeff Anisotropic Coefficient
SGS Grey Spread
SVarCoeff Variation Coefficient
SNumGV Number Grey Value
SModeGV Mode Grey Value

SMed

Median



SYMBOLVERZEICHNIS XI

Texturmerkmale

TCov
TAbsVal
TEner

TEntr
TMaxProb
TMean

TVar
TStdDev
TCorr
TCont
TSumAvg
TSumEntr
TSumVar
TDiffVar
TDiffEntr
TIMCorrl
TIMCorr2
TMaxCorrCoeff
TClustShade
TClustProm
THom
TInvDiffMom
TRIGLDist
TRIDist
TRIRunPerc
TRISRE
TRILRE

Covarianz

Absolute Value

Energie Cooccurrence Matrix
Entropy Cooccurrence Matrix
Maximum Probability

Mean

Variance

Standard Deviation

Correlation

Contrast

Sum Average

Sum Entropy

Sum Variance

Difference Variance

Difference Entropy

Information Measure Correlation 1
Information Measure Correlation 2
Max Correlation Coefficient
Cluster Shade

Cluster Prominence

Homogeneity

Inverse Difference Moment
Run-length Grey Level Distribution
Run-length Distribution
Run-length Run Percentage
Run-length Short Run Emphasis
Run-length Long Run Emphasis



XII TABELLENVERZEICHNIS



Kapitel 1
Einleitung

In vielen Anwendungen im Bereich der digitalen Bildverarbeitung ist die Er-
kennung spezifischer Muster ein wichtiger Bestandteil [1], der iiblicherweise von
menschlichen Experten durchgefiihrt wird. Der Experte ist aufgrund seines Wis-
sens und seiner Erfahrung in der Lage, auf Bildern vorhandene Muster oder Ob-
jekte zu erkennen, sie vom Rest des Bildes abzugrenzen und einer Kategorie zu-
zuweisen. Fiir grofse Datenmengen ist diese manuelle Form der Bearbeitung sehr
zeitaufwendig; die Ergebnisse verschiedener Experten kénnen sich signifikant un-
terscheiden |2, 3, 4]. Da Maschinen im Allgemeinen reproduzierbar und objektiv
arbeiten, wird in vielen Fillen die Automatisierung der Erkennung angestrebt.
Als Beispiele hierfiir seien die industrielle Sichtpriifung und die Tumordetekti-
on in der Medizin genannt. Abbildung 1.1 zeigt das prinzipielle Aussehen eines

automatischen Systems zur Erkennung von Mustern.

Bild Klasse
— > Segmentierung » Merkmals- | Merkmals- | \| qsifikation —

extraktion selektion

Abbildung 1.1: Prinzipieller Aufbau einer Bildverarbeitungskette. Ausgehend von ei-
nem digitalen Bild wird eine Vorverarbeitung durchgefihrt. Die Segmentierung grenzt
Objekte voneinander ab, deren Merkmale berechnet werden. Wichtige Merkmale werden
selektiert und die Objekte von einem Klassifikator kategorisiert, so dafl als Endergebnis

die Klassenzugehdrigkeit jedes auf dem Bild enthaltenen Objektes steht.

Mit bekannten Daten (Trainingsdaten) wird eine Verarbeitungskette aus verschie-
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denen Algorithmen zusammengestellt. Nach einer Vorverarbeitung, beispielsweise
mit digitalen Filtern, legt die Segmentierung die Objektgrenzen fest und trennt
Objekte vom Hintergrund. Aus segmentierten Objekten wird mit der Merkmals-
extraktion eine formale Beschreibung abgeleitet. Eine besonders zutreffende Be-
schreibung wird durch die Merkmalsselektion ermittelt. Im Klassifikationsschritt
wird jedes Objekt einer Klasse zugewiesen. Die Algorithmen der Kette werden
solange optimiert, bis der Experte mit den Ergebnissen zufrieden und die Er-
kennungsrate moglichst hoch ist. Die erstellte Kette kann auf unbekannte Bilder
(Testdaten) angewendet werden. Der Mustererkennungsprozeft ist somit automa-
tisiert.

Der menschliche Experte kann mit seinem Wissen und seiner Erfahrung sehr
gut segmentieren und klassifizieren. Ein Rechner ist dem Experten jedoch in der
Extraktion und Selektion numerischer Merkmale iiberlegen. Damit ein System
selbsttitig segmentieren und klassifizieren kann, miissen fiir jedes Problem ge-
eignete Algorithmen und Parameter verwendet werden [5]. Da ein universeller,
fiir alle Erkennungsprobleme gleichsam geeigneter Algorithmus nicht existiert [6],
muf fiir die meisten Probleme ein neues System entworfen werden.

Wiéhrend in der Vorverarbeitung einfache Verfahren, z.B. zur Rauschunterdriik-
kung, zum FEinsatz kommen, wird in der Segmentierung bereits eine Semantik
induziert, d.h. es wird zwischen verschiedenen Mustern im Bild unterschieden,
z.B. Objekte und Hintergrund. Eine gute Erkennung dieser Muster ist somit von
einer guten Segmentierung abhéngig 7, 8]. Auch umgekehrt ist die Segmentierung
eines Musters von seiner Erkennbarkeit abhingig. Die bisherige Art und Weise

des Aufbaus der Bildverarbeitungkette spiegelt diese Dualitit nicht wider.

1.1 Problemstellung

Aufgrund ihrer Bedeutung wird die Segmentierung als wichtigster Schritt der
Kette betrachtet, von dessen Ergebnis alle Folgeschritte abhéingen [7, 8|. Die
Qualitiit einer automatischen Segmentierung lift sich an ihrer Ubereinstimmung
zur manuellen — als korrekt erachteten — Segmentierung eines Experten (Gold-
standard) messen. Die manuelle Segmentierung ist ein zeitaufwendiger Prozef

mit Ergebnissen, die abhidngig vom Experten stark schwanken konnen [2, 3, 4].
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Eine automatische Segmentierung hingegen konnte reproduzierbare Ergebnisse
liefern. Fehler in der Segmentierung ziehen sich in Form falscher Merkmale oder
ungenauer Werte der Merkmale durch die Kette und kénnen das Klassifikations-
ergebnis stark verfilschen. Eine optimale Segmentierung ist die Voraussetzung
fiir ein optimales Klassifikationsergebnis.

Ein System soll derart segmentieren und klassifizieren konnen, dafs der Experte
zufrieden ist. Hierfiir existieren viele verschiedene Algorithmen fiir die einzel-
nen Stufen der Bildverarbeitungskette. Die Auswahl geeigneter Algorithmen ist
abhéingig vom jeweiligen Erkennungsproblem [5]. In der Literatur erfolgt diese
Auswabhl fiir jede Stufe manuell. Das Erkennungsproblem und die Funktionsweise
des einzusetzenden Algorithmus miissen bekannt sein, um die jeweiligen Parame-
ter korrekt einzustellen [5, 9, 10], z.B. Schwellwerte fiir die Segmentierung. Auch
dem Experten ist es kaum moglich, komplexe Bildinhalte mathematisch préazi-
se zu beschreiben. Die zur Erkennung der Muster benotigten Merkmale werden
subjektiv ausgewahlt; haufig geschieht dies auf Basis der menschlichen Wahrneh-
mung der Muster (z.B. in [11, 12, 13]). Mit dieser Form der Parameterwahl kann
nicht garantiert werden, daf alle bendtigten Parameter ermittelt worden sind.
Die Auswahl der benotigten Parameter sollte auf einer ausreichenden Menge von
bekannten, vorsegmentierten Objekten erfolgen [14]. Ist die Variabilitit der Ob-
jekte sehr hoch, ist diese Menge meist zu gering, um den entsprechenden Anwen-
dungsfall addquat zu repréasentieren. Eine korrekte Adaption des Klassifikators
und eine gute Generalisierung konnen dann nicht ermoglicht werden. In der Pra-
xis sind diese Trainingsdaten aufgrund des zeitlichen Aufwands selten verfiigbhar,
weshalb das Segmentierungsmodell nicht zum kompletten Datensatz paft.
Bendtigt wird hier eine Methodik, die den Experten interaktiv unterstiitzt, Trai-
ningsdaten fiir den jeweiligen Anwendungsfall zu gewinnen. Zusétzlich soll die
Methodik in der Lage sein, die geeigneten Parameter automatisch und objektiv
auszuwahlen.

Die Optimierung der eingesetzten Algorithmen erfolgt in der Literatur fast durch-
weg isoliert voneinander [15]; Zusammenhénge zwischen den einzelnen Verarbei-
tungsstufen und insbesondere die Abhéngigkeit von der Segmentierung werden
vernachléssigt. So entsteht eine komplexe Verarbeitungskette, die nur auf ein ein-

zelnes Problem anwendbar ist. Fiir jedes neue Problem miissen die Algorithmen
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der einzelnen Stufen aufwendig angepafst oder komplett neu entworfen werden.

Notwendig ist hier eine flexible Methodik, welche die einzelnen Stufen problemab-
hingig modifiziert, dabei Zusammenhénge zwischen den einzelnen Stufen besser
beachtet und so den gesamten Ablauf hinsichtlich der Segmentierung und daraus

folgend der Klassifikationsergebnisse optimiert.

1.2 Gliederung der Arbeit

Kapitel 2 Stand der Technik gibt einen Uberblick iiber den aktuellen Stand der
Technik. Zunéachst wird der grundsétzliche Aufbau von Mustererkennungssyste-
men erldutert. Daran anschliefend wird auf Algorithmen und Systeme aus der
Literatur eingegangen und daraus die Ziele der Arbeit abgeleitet.

In Kapitel 3 Grundlagen werden die zum Aufbau des eigentlichen Systems be-
nutzten Konzepte zur Segmentierung, Merkmalsextraktion, -selektion und Klassi-
fikation sowie Lernkonzepte erldutert. Daneben wird ein Framework beschrieben,
innerhalb dessen die Softwareimplementierung stattfindet.

In Kapitel 4 wird ein System zur Mustererkennung entwickelt, das durch einfache
Extraktion lokaler Muster und einfachem, interaktivem Lernen von Beispielen auf
vielfiltige Erkennungsprobleme trainiert werden kann.

Es besteht hauptsichlich aus einem neu entwickelten adaptiven Segmentierungs-
algorithmus, der auf Basis der iiberwachten Extraktion lokaler Muster die beno-
tigten Segmentierungsparameter lernt. Desweiteren wird die mdgliche Kombina-
tion mit einem Objekterkennungsschritt mittels globaler Eigenschaften erldutert.
Kapitel 5 Erzielte Ergebnisse zeigt diejenigen Ergebnisse, die mit dem entwickel-
ten System fiir vielfiltige Fragestellungen erzielt werden konnen. Dabei werden
synthetische und natiirliche Erkennungsprobleme betrachtet.

Eine Diskussion findet in Kapitel 6 Diskussion und Ausblick statt. Dort werden
der Ansatz kritisch betrachtet und die Einsatzmoglichkeiten rekapituliert. Die
Arbeit schlieft mit einer Zusammenfassung der Beschrinkungen des Ansatzes
und einem Ausblick fiir weitere Arbeiten.

In Anhang A finden sich mathematischen Berechnungsvorschriften der verwen-

deten Merkmale.



Kapitel 2

Stand der Technik

Um automatische, reproduzierbare Segmentierungsergebnisse zum Zwecke der
Mustererkennung zu erzielen, muss insbesondere sichergestellt werden, daf ge-
eignete Algorithmen und Parameter verwendet werden. Diese Ergebnisse sollen
den Anforderungen des Experten gerecht werden. Die Giite dieser Ergebnisse
kann in vielen Féllen nur subjektiv vom Experten bewertet werden. Es wéire
daher wiinschenswert, iiber ein System zu verfiigen, welches die Auswahl auto-
matisch und abhingig vom jeweiligen Erkennungsproblem treffen kann. Um das
Erkennungsproblem gut zu generalisieren, sollte das System zuséitzlich {iber aus-
reichende Trainingsdaten verfiigen. In den folgenden Abschnitten werden kurz
grundlegende Anforderungen an ein solches System zusammengetragen und die
in der Literatur verfiigbaren Methodiken und Systeme diskutiert. Abschlieffend

werden daraus die Ziele der Arbeit abgeleitet.

2.1 Anforderungen

Aufgrund der geschilderten Problemstellung (vgl.1.1) lassen sich die Anforde-
rungen an ein System, das Muster automatisch im Sinne des Experten erkennt,

folgendermafen zusammenfassen:

e Automatische Segmentierung und Erkennung der Muster auf Bil-
dern: Das System soll Muster automatisch ,,gut” erkennen. Dazu soll es die
Muster optimal im Bild isolieren und die benétigten Eigenschaften extra-

hieren, um ein optimales Klassifikationssystem fiir die Muster aufzubauen.
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e Automatische Wahl geeigneter Parameter: Um die Verarbeitungsket-
te fiir alle Muster eines Problemkreises anwenden zu konnen, miissen die
Parameter der einzelnen Schritte entsprechend ermittelt werden [9, 10]. Dies
ist nur dann moglich, wenn eine hinreichende Beschreibung der Muster oder

eine ausreichende Zahl von Trainingsmustern zur Verfiigung steht [14].

e Lernfihigkeit: Hiufig sind weder eine Beschreibung der Muster noch eine
ausreichende Anzahl von Trainingsmustern verfiigbar. Die Informationen
iiber die Muster konnen zudem nach und nach einfliefen. Das System soll

daher lernfihig sein [4, 7|.

o Interaktivitét: Der Experte préisentiert dem System in einem iiberwachten
Lernvorgang [9] Beispiele der vorgegebenen Objektklassen. Um den Lern-
fortschritt bewerten und korrigierend eingreifen zu konnen, soll das System

interaktiv sein.

o Allgemeiner Ansatz: Ein Mustererkennungssystem sollte nicht auf eine
Anwendung beschriankt, sondern fiir viele verschiedene Probleme einsetz-
bar sein. Daher sollte die Auswahl der Algorithmen der einzelnen Verarbei-
tungsstufen (Segmentierung, Merkmalsextraktion, Merkmalsselektion und
Klassifikation) und deren Optimierung aufeinander automatisiert werden.

Ein moglichst allgemeiner Ansatz kann diese Anforderung erfiillen.

2.2 Bestehende Systeme und Methoden

In der Literatur finden sich einige Ansétze zur Erstellung eines solchen Muste-
rerkennungssystems. Héaufig soll damit die Verarbeitungskette optimiert werden.

Das Hauptaugenmerk liegt hier auf den Segmentierungsalgorithmen (vgl.1.1).

2.2.1 Systeme

Zwei generalisierende Ansitze, mit denen die dargelegten Erfordernisse erfiillt
sein sollen, vertreten die Systeme CYCLOPS [16] und Gipsy |17, 18|. Beide Sy-

steme stellen Umgebungen zur Verfiigung, innerhalb derer die komplette Verar-
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beitungskette modelliert werden kann. Konzipiert sind sie fiir die medizinische

Bildverarbeitung.

Cyclops soll unter anderem die automatische Erkennung von Objekten in Bil-
dern durchfiihren [19]. Es kontrolliert vollstandig die Auswahl, Parametrisierung
und Koordination der Bildverarbeitungsverfahren. Dies geschieht mit statischen
und dynamischen Wissensbasen. Anhand von globalen und lokalen Attributen
entscheidet eine Inferenzmaschine (eine Maschine zur Anwendung von Wissen),
welche Verfahren und Parameter fiir ein Bild am besten geeignet sind. Dies ge-
schieht mit Hilfe von Fallbasen und Regeln. Die eigentliche Optimierungsstrategie
bleibt unklar. Das System wurde speziell fiir medizinische Bilddaten entworfen.
Es bleibt offen, ob es in anderen Kontexten angewendet werden kann. Eine Stra-

tegie, um aus Fehlern zu lernen, gibt es nicht.

Gipsy ist ein System zur wissensbasierten Adaption eines echtzeitfahigen Sicht-
priifsystems [17]. Aufgrund der Aufgabenstellung wihlt Gipsy aus einer Wis-
sensbasis die verfiigharen Bildverarbeitungsoperatoren aus. Es werden Verarbei-
tungsketten konfiguriert, welche die gestellte Aufgabe voraussichtlich am besten
erfiillen. Die Parameter der gewahlten Operatoren werden iterativ verdndert, bis
die Ergebnisse fiir die Aufgabenstellung optimal sind. Moglichst reprisentative
Lernbilder werden mit speziellen Operatoren segmentiert und die Merkmale der
segmentierten Objekte mit Benutzervorgaben verglichen. Die Adaption der Pa-
rameter erfolgt mit hochsprachlichen Beschreibungen und WENN-DANN-Regeln
(z.B. WENN Kompaktheit zu stark, DANN verringere Operatorfenstergrofe).
Aufgrund des Vergleichs mit Benutzervorgaben werden hochsprachliche Merk-
male verwendet. In diesem System miissen sehr viele Regeln implementiert sein,
um alle moglichen Einfliisse derart komplexer Regeln iiberpriifen zu kénnen. Des-
weiteren bleibt unklar, ob Regeln in dieser Form numerisch hinreichend genau
implementiert werden kénnen, um eine vollstindige automatisierte Objekterken-
nung zu gewahrleisten. Methoden zur Erweiterung des Regelsatzes fiir komplexe
Anwendungen sind nicht beschrieben.

Andere Systeme |2, 14] sind fallbasierte Entscheidungssysteme (Case-Based Rea-
soner (CBR)). Solche Systeme wihlen aufgrund von Merkmalen den naheliegend-
sten bereits gelosten Fall aus und verwenden dessen Parameter fiir das aktuelle

Problem. Die verwendeten Algorithmen und Parameter sind fest vorgegeben. Bei
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unzureichenden Ergebnissen mufs der Benutzer die einzelnen Parameter selbstté-
tig optimieren, bevor diese in die Fallbasis einfliefen.
Im folgenden werden Methoden zur Optimierung der Segmentierung und Objekt-

erkennung diskutiert.

2.2.2 Methoden zur Segmentierung

Bei der Segmentierung wird ein Bild in eine Menge von Regionen partitioniert,
von denen jede ein semantisches Objekt enthélt. Eine der gebrauchlichsten Metho-
den der Segmentierung ist das Regionenwachstum (engl. Seeded Region Growing)
[20]. Ausgehend von einem Saatpunkt werden zwei benachbarte Pixel zusammen-
gefakt, wenn ihr Gradient unter einer bestimmten Schwelle liegt [21, 22, 23|. Die
entstehenden Regionen sind dann homogen im Sinne des Gradienten. Die Verwen-
dung des Gradienten limitiert die Methode sehr stark. Viele semantische Objekte
zeichnen sich nicht durch einen homogen Gradienten aus. Durch geschickte Wahl
der Schwellwerte (z.B. in Abhéngigkeit von der Position im Bild) wird versucht,
die durch die Verwendung des Gradienten bestehende Limitierung zu durchbre-
chen. Der Gradient bleibt fiir komplexe Bildinhalte ungeeignet.

Das Verfahren kann jedoch einfach erweitert werden, um diese Schwiche zu eli-
minieren. Es existieren Methoden, ein Regionenwachstum mit (zusétzlichen) vom
Gradienten verschiedenen Randbedingungen zu versehen. Dadurch entstehen an-
dere Segmentierungen als beim normalen Region Growing. Diese Form der Seg-
mentierung wird bisher als Constrained Region Growing (CRG) [12, 20, 22| be-
zeichnet. Warfield et al. beschreiben ein solches CRG in [12]. Sie verwenden zu-
sitzlich zu beobachteten Unterscheidungsmerkmalen Expertenwissen in Form ei-
nes anatomischen Atlasses zur Formulierung ihrer Randbedingungen (engl.: cons-
traints).

Pohle et al. [24] schitzen mittels des Gradienten und einfacher morphologischer
Eigenschaften die Homogenitiat wihrend der Segmentierung stindig neu und pas-
sen die Segmentierungsparameter dementsprechend an.

Paclik et al. [25] benutzen spektrale und spatiale Merkmale fiir eine uniiberwach-
te Textursegmentierung von Riickstreuungsbildern von Reinigungsmitteln. Aus

der Initialsegmentierung werden iterativ neue Klassenzugehorigkeitswahrschein-
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lichkeiten fiir jedes Pixel berechnet. Der Pixelklassifikator der letzten Iteration
wird zur Initialsegmentierung weiterer Bilder mit dhnlicher spektraler Signatur
verwendet.

Tan et al. |26 extrahieren Regionen aus natiirlichen Bildern mit einem globalen
Schwellwert fiir verschiedene photometrische Merkmale. Die Benutzerinterakti-
on beschriankt sich auf das Markieren der interessanten Objekte in Form von
Einkreisen oder Anklicken. Die globale Segmentierung wird mit einer linearen
Diskriminanzanalyse lokal verfeinert.

Wooley und Smith [13] verwenden sechs Texturmerkmale als Randbedingung fiir
ihr Region Growing. Weichen Mittelwert und Standardabweichung der Merkmale
von Benutzervorgaben ab, liegt eine neue Region vor. Die entstehenden Regionen
werden mit einem uniiberwachten Bayes’schen Clustering kategorisiert.

Die beschriebenen CRG—Algorithmen sind mit nur wenigen Randbedingungen
aufgebaut, welche zudem subjektiv fiir die Problemstellung ausgewahlt werden.
Die Kontrollmoglichkeiten fiir den Benutzer sind stark spezialisiert und es bleibt
unklar, ob sie ausreichend und fiir weitergehende Problemstellungen geeignet
sind.

Es existieren weitere Segmentierungsverfahren, in denen Merkmale und sonstige
Randbedingungen zu finden sind. Metzler et al. [27| segmentieren wissensbasiert:
Aus einer Datenbasis von Regionenbildern werden mit evolutionéren Algorithmen
neue Regionenbilder erzeugt. Dazu fassen sie die Segmentierung als hochdimen-
sionales Optimierungsproblem auf und kombinieren ein globales und ein lokales
Optimierungsverfahren zu einem iterativen Schema, das verschiedene Bildeigen-
schaften als Randbedingungen fiir die Segmentierungen verwendet.

livarinen et al. [28] verwenden lokale Texturmerkmale zusammen mit self-organi-
sing maps (SOM) zur Schiatzung der Eigenschaften von intaktem Papier. Seg-
mentiert werden Regionen, deren lokale Eigenschaften stark von den geschétzten
abweichen. Eine Kombination von Form-, Farb- und Texturmerkmalen hilft bei
der Erkennung dieser Regionen als tatsichliche Defekte. Sie schlagen zudem vor,
permanent die Eigenschaften der Defekte zu iiberwachen und gegebenenfalls an-
zupassen, da nicht alle Defekte a priori bekannt sind.

Konturorientierte Verfahren (Snakes, ...) orientieren sich an der Dissimilaritit

an den Grenzen zwischen zwei Regionen. In der urspriinglichen Form wird hier
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von starken Anderungen des Gradienten ausgegangen, die als Kante einer Region
interpretiert wird. Im Gegensatz dazu beschrinken andere Verfahren die Seg-
mentierungsmoglichkeiten durch statistische Modelle der dufseren Form, die von
Trainingssets abgeleitet sind [4, 29, 30|. Objekte, von denen die Grundgesamt-
heit ihrer Formen nicht geschétzt werden kann oder solche, deren Form nicht
ausschlaggebend ist, konnen auf diese Weise nicht segmentiert werden [4].
Desweiteren wird vorgeschlagen, Segmentierungs- und Klassifikationstechniken
mit Lernmethoden zu vereinen, so dafs Prozesse an bestimmte Aufgabenstellun-
gen angepakt werden konnen. Lee et al. [4] lassen ihr System uniiberwacht lernen,
um so fiir eine bestimmte Aufgabe klassenspezifische Templates fiir die Segmen-
tierung mit Snakes zu lernen. Dabei werden die Templates durch Mittelung iiber
jede Klasse von Konturen generiert.

Die Kombination eines Segmentierungsalgorithmus mit einem genetischen Algo-
rithmus, der die Parameter zur Segmentierung von Synthetic Aperture Radar
(SAR) Bildern optimiert, wird von Bhanu et al. [31] vorgeschlagen. In einem an-
deren Beitrag |7| wird ein allgemeiner Ansatz zur Mustererkennung présentiert,
welcher die Segmentierungsparameter an sich verindernde Bildaufnahmebedin-
gungen anpassen kann. Die Anwendung wird allerdings auf Objekte, deren Modell
bekannt ist, beschrankt.

Legal-Ayala et al. [32| schlagen eine lernende Segmentierung vor, die aus ide-
al segmentierten Bildern lokale Merkmale berechnet und daraus eine Entschei-
dungsmatrix fiir die Pixel konstruiert. Fiir jedes Pixel eines unbekannten Bildes
wird mit einer abgewandelten Nearest-Neighbour—Strategie die beste Entschei-
dung in der Matrix gesucht. Die Methodik verwendet allerdings nur vier speziell
ausgesuchte Merkmale und ist auf die Segmentierung von Handschrift in Doku-
menten beschriankt. Der Hintergrund dieser Dokumente ist zudem extrem homo-
gen. Auferdem wird nur mit sehr wenigen Beispielen gelernt. Aufgrund dieser
Beschréinkungen und der Notwendigkeit idealer Segmentierungen, die oft nicht
in ausreichender Zahl verfiigbar sind, scheint die Methodik nicht gut fiir andere
Segmentierungsprobleme geeignet zu sein.

Oft wird darauf hingewiesen, dafs aufgrund der zu geringen Anzahl an Trainings-
bildern fiir eine verlafliche Parameterschétzung inkrementell gelernt werden soll-

te, sobald neue Informationen (Bilder) zur Verfiigung stehen [4, 7].
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2.3 Fazit

Die in 2.1 gestellten Anforderungen werden von keinem der diskutierten Ansétze
vollstandig erfiillt.

Die verfiigbaren Systeme, die komplette Bildverarbeitungspfade modellieren, sind
in der Regel zu einfach angesetzt. Es wird vermutet, daf sie nur in speziellen
Anwendungsfillen funktionieren. Ergebnisse und Implementierungen konnten in
der Literatur nicht gefunden werden.

Einfache Segmentierungsverfahren sind fiir komplexe Bildinhalte unzureichend.
Mit zusétzlichen Parametern lassen sich komplexere Bildinhalte besser model-
lieren. Die in der Literatur beschriebenen Algorithmen verwenden jedoch alle
subjektiv oder empirisch ausgewéhlte Parameter und sind auf spezielle Probleme
optimiert. Es ist kein Algorithmus bekannt, der fiir ein beliebiges Segmentierungs-
problem die benétigten Parameter findet und optimiert.

Die meisten existierenden Methoden sind somit durch die meist ungeniigenden
Modellannahmen oder die unzureichenden Moglichkeiten, sich an neue Daten
anzupassen, limitiert.

Es gibt zurzeit in der Literatur kein System, das einen Experten bei der Lésung
eines unbekannten Mustererkennungsproblems ausreichend unterstiitzt. Die M6g-
lichkeit zum interaktiven Training und der daraus resultierenden Adaptionsfihig-
keit des Systems ist bisher nicht ausreichend gegeben. Der Experte kann nicht

korrigierend eingreifen, wenn die Ergebnisse nicht seinen Wiinschen entsprechen.

2.4 Ziele

Das Ziel dieser Arbeit ist es, dem menschlichen Experten ein System zur Verfii-
gung zu stellen, welches er mit wenig Aufwand auf die selbsttétige und zuverlas-
sige Erkennung von Objekten auf digitalen Bildern trainieren kann. Dazu soll ein
adaptives System entwickelt und implementiert werden, das die Segmentierung
der Objekte automatisch und reproduzierbar durchfiihrt. Geeignete Parameter
sollen automatisch ausgewihlt werden, so dak die Segmentierungsergebnisse den
Anforderungen des Experten gerecht werden.

Das System soll fiir moglichst viele verschiedene Mustererkennungsprobleme ge-
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eignet sein. Daher ist ein allgemeiner Ansatz notwendig, der innerhalb eines ge-
meinsamen Frameworks die bendtigten Algorithmen zur Segmentierung, Merk-
malsextraktion, -selektion und Klassifikation automatisch auswéhlen und auf das
jeweilige Problem adaptieren kann.

Das System soll einem menschlichen Experten die Auswahl der Systemparameter
abnehmen und die Auswahl selbsttitig in Abhéngigkeit von der jeweiligen An-
wendung treffen. Durch die Eliminierung der subjektiven Parameterwahl sollen
die Ergebnisse objektiv und reproduzierbar werden. Insbesondere fiir viele Seg-
mentierungsprobleme sollen so geeignete Parameter zur Beschreibung komplexer
Bildinhalte gefunden werden.

Der Experte soll bei der Automatisierung eines Mustererkennungsprozesses un-
terstiitzt werden. Dazu gehort die Erstellung einer geeigneten Stichprobe, die die
Verldklichkeit der Parameterwahl gewdhrleisten soll. Das System soll in der Lage
sein, sich an Verdnderungen der Daten anzupassen und diese zu lernen. Dieses
Lernen soll interaktiv und auf einfache Art und Weise durch das Présentieren von
Beispielen im Interaktion mit dem Experten geschehen.

Der Experte soll in das System korrigierend eingreifen und die Ergebnisse seinen

Wiinschen anpassen kénnen.

2.5 Zusammenfassung

In diesem Kapitel wurden die Anforderungen an ein System zusammengetra-
gen, das automatisch reproduzierbare Segmentierungsergebnisse zum Zwecke der
Mustererkennung erzielen soll. Nach dem Stand der Technik existiert kein Sy-
stem, welches die Anforderungen an ein solches System (vgl. 2.1) erfiillt. Daraus
resultieren folgende Ziele: die Entwicklung eines allgemeinen Ansatzes fiir ein au-
tomatisches System zur Segmentierung und Erkennung von Mustern auf Bildern,

die automatische Wahl geeigneter Parameter, Lernfahigkeit und Interaktivitat.



Kapitel 3
Grundlagen

In diesem Kapitel werden die wichtigsten Konzepte zur computergestiitzten Er-
kennung von Mustern kurz eingefiihrt. Dabei wird die Reihenfolge der Verarbei-

tungsschritte in der Bildverarbeitungskette verwendet (vgl.1.1).

3.1 Mustererkennung

Mustererkennung ist die computergestiitzte Detektion und Analyse von Mu-
stern in Daten. In der Bildverarbeitung versteht man darunter die Analyse, Be-
schreibung, Identifikation und Klassifikation von Objekten [33]. Im Allgemeinen
besteht ein System zur Mustererkennung aus mehreren Stufen, wie in Abb. 1.1
dargestellt.

Man unterscheidet [6, 33, 34] Template Matching, statistische Klassifikation, syn-
taktisches (strukturelles) Matching und Neuronale Netze.

Beim Template Matching werden zu erkennende Muster mit bekannten Templa-
tes des selben Typs verglichen und der Klasse desjenigen Templates zugewiesen,
mit dem der héchste Grad des Vergleichsmafes, z.B. Korrelation, erzielt werden
kann.

Bei der statistischen Klassifikation wird jedes Muster als Punkt in einem hochdi-
mensionalen Merkmalsraum betrachtet. Hierbei liegen die Ziele in der geschickten
Auswahl derjenigen Merkmale, die es den Mustern verschiedener Kategorien ge-
statten, kompakte und disjunkte Regionen im Merkmalsraum einzunehmen |[6]

und in der Bestimmung der Grenzen, die diese Regionen voneinander trennen.
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Das syntaktische Matching folgt einem hierarchischen Ansatz und betrachtet
komplexe Muster als Komposita einfacherer Muster, sog. Primitive. Dieses Kon-
zept formt Analogien zwischen der Struktur eines Musters und der Syntax einer
Sprache. Somit konnen grofe Mengen komplexer Muster von einer kleinen Anzahl
von Primitiven und grammatikalischen Regeln dargestellt werden |6, 33].

Mit kiinstlichen neuronalen Netzen, bei denen einzelne Neuronen netzartig ver-
kniipft sind, wird versucht, die Lernfihigkeit des menschlichen Gehirns nachzu-
bilden und Eigenschaften wie sequentielle Trainierbarkeit und Adaptivitat zu er-
reichen [35]. Durch wiederholtes Anlegen von Beispielmustern und durch Anwen-
dung eines Lernalgorithmus speichert das Netz Informationen. Dadurch kénnen
komplexe Muster gelernt werden, ohne die zugrundeliegenden Regeln zu abstra-
hieren. Als nachteilig erweist sich, dafs die Logik nicht mehr aus dem Netz ermit-
telt werden kann [33]. Das Training als Losung eines hochdimensionalen nicht-
linearen Optimierungsproblems und der Hang zum Auswendiglernen (Overfitting)
bei schlechter Wahl der Netzarchitektur sind weitere schwerwiegende Nachteile.
Neuronale Netze sollten aufgrund ihrer Komplexitét erst dann zum Einsatz kom-

men, wenn einfachere Verfahren versagen [35].

3.1.1 Segmentierung

Das Ziel einer Segmentierung ist es, ein Bild so zu partitionieren, daf jede Re-
gion ein semantisches Objekt enthélt. Dabei wird auch der Bildhintergrund als
Objekt betrachtet. Die Modellannahme geht davon aus, dak eine Homogenitét
oder Ahnlichkeit innerhalb des Objektes und eine Diskontinuitiit zwischen den
Objekten besteht [36].

Eine Region ist eine durch die Segmentierung entstandene, zusammenhéngende
Ansammlung von Pixeln. Sie ist nicht zwingend semantisch korrekt. Ein Objekt
hingegen ist zwingend semantisch korrekt.

Eine Segmentierung ist normalerweise dann optimal, wenn sie nicht von einer bei
synthetischen Bildern bekannten oder einer benutzerspezifischen Segmentierung
abweicht.

Die vielen bekannten Segmentierungsverfahren lassen sich in pixel-, kanten- und

regionenbasierte Verfahren einteilen [22, 33]. Zusétzlich unterscheidet man mo-
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dell- und texturbasierte Verfahren. Die Grenzen zwischen den Verfahren sind oft
fliefend [33].

3.1.1.1 Pixelbasierte Verfahren

Bei pixelbasierten Verfahren lautet die Modellannahme, daf fiir jeden einzel-
nen Bildpunkt die Entscheidung iiber seine Objektzugehorigkeit unabhingig von
seinen Nachbarn getroffen wird. Das einfachste Verfahren ist das globale Schwell-
wertverfahren, bei dem iiber den Vergleich des Grauwertes (oder eines anderen
eindimensionalen Merkmals, z.B. der spektralen Signatur) mit einem Schwell-
wert entschieden wird, ob das Pixel zum Objekt oder zum Hintergrund gehort
21, 22, 23, 33].

Problematisch ist die automatische Wahl des Schwellwertes, insbesondere fiir Bil-
der, bei denen das Histogramm des verwendeten Merkmals multimodal ist. Adap-
tive Schwellwertverfahren konnen hier helfen. Nachteilig ist die Vernachléssigung

globaler Zusammenhénge [37|.

3.1.1.2 Kantenbasierte Verfahren

Das Modell bei diesen Verfahren nimmt an, dak Objekte durch Kanten voneinan-
der getrennt sind. Diese Kanten entsprechen Diskontinuitaten der Homogenitét.
Die Detektion dieser Diskontinuititen ist das Ziel der kantenbasierten Verfahren
[37].

Da viele Algorithmen keine geschlossenen Kantenziige liefern, miissen diese zum
Objekteinschluft mit weiteren Verfahren zusammengefiigt werden [22|. Beispiele
fiir kantenbasierte Verfahren sind Sobel- und Laplace-Operator sowie die Gradien-
tensuche. Bei diesen konnen unvollstindige Kanten entstehen. Zusammenhéngen-
de Kanten werden z.B. mit der Wasserscheidentransformation, Live-Wires oder
Aktiven Konturen (Active Shape Models oder Snakes) erzeugt |22, 33]. Die am
haufigsten verwendete Aktive Kontur sind Snakes. Dabei wird a priori Wissen
durch Definition und Parametrisierung eines Energieterms sowie durch Vorgabe
einer Kontur in die Bilddaten eingebracht. Der Energieterm setzt sich aus innerer
und dufserer Energie zusammen. Dabei stellt die Kriimmungsenergie der Kurve

die innere und die Bildenergie (Gradient) die dufsere Energie dar [38]. Die Kontur



16 KAPITEL 3. GRUNDLAGEN

wird solange iterativ modifiziert, bis ihre Energie minimal ist. Bei den Live-Wires
wird ebenfalls a priori Wissen in die Segmentierung eingebracht: Zwischen gege-
benen Stiitzpunkten im Bild wird ein kostenoptimaler Pfad gesucht, wobei die

Kostenfunktion auf dem lokalen Gradienten basiert [39].

3.1.1.3 Regionenbasierte Verfahren

Regionenorientierte Verfahren modellieren die Objektzugehorigkeit eines Punktes
in Abhéngigkeit von seiner Umgebung [22]. Dazu wird ein Distanzmafs bendétigt,
mit dem die Entscheidung der Zugehorigkeit getroffen werden kann. Ein Distanz-
maf ist ein Maf fiir die Ahnlichkeit von zwei Regionen, die im einfachsten Fall
nur einen Punkt enthalten. Ein typisches Distanzmalfs ist der Grauwertabstand

zweier Pixel [37].

d(f1, f2) = |91 — 92| (3.1)

f1 und fo werden zu einer Region verschmolzen, wenn d < 9, wobei ¥ ein frei
wahlbarer Schwellwert ist.

Neben divisiven (Split and Merge [37]) und hierarchischen (Pyramid Linking
[22]) Verfahren ist das Region Growing (engl. (Seeded) Region Growing) der
hiufigste Vertreter [20]. Ausgehend von einem Saatpunkt (seed) werden zwei
benachbarte Pixel zusammengefalt, wenn ihr Gradient unter einer bestimmten
Schwelle liegt [21, 22, 23|. Die entstehenden Regionen sind dann homogen im
Sinne des Gradienten.

Der einfache Gradient ist in den meisten Féllen nicht ausreichend, die Homo-
genitdt von Regionen zu beschreiben. Das Constrained Region Growing (CRG)
[12, 20, 22| — also das Regionenwachstum unter Randbedingungen — verwendet
komplexere Distanzfunktionen, die je nach Anwendungsfall modelliert werden

miissen.

3.1.1.4 Modellbasierte Verfahren

Bei diesen Verfahren wird Wissen iiber ein Bild eingesetzt und ein Modell der
gesuchten Objekte zugrundegelegt, beispielsweise die Form. Weiterhin werden
statistische Modelle und die Segmentierung iiber Templates (Template-Matching)
verwendet |22, 33].
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3.1.1.5 Texturorientierte Verfahren

Die meisten natiirlichen Strukturen besitzen keine einheitliche Farbe, sondern
eher eine einheitliche Textur. Die bisherigen Ansétze sind zur Segmentierung sol-
cher Strukturen unzureichend. Es wird versucht, die Segmentierungsparameter
dahingehend einzustellen, dafs das gewiinschte Texturmuster segmentiert wird.
Beispiele fiir solche Parameter sind Cooccurrence-Matrizen von Haralick [40],
Lauflaingenmatrizen (Run-Length-Matrix) [41], Texturenergiemafe (Texture Ener-

gy Measure) [33| und fraktale Dimensionen [33].

3.1.1.6 Fazit

Die verschiedenen Segmentierungskonzepte sind nicht universell einsetzbar, da
sie unterschiedliche Eigenschaften der zu segmentierenden Objekte modellieren.
In zahlreichen Publikationen werden daher Erweiterungen, Verbesserungen und
Kombinationen der bestehenden Segmentierungskonzepte vorgeschlagen. Diese

werden in Kapitel 2 diskutiert.

3.1.2 Merkmale

Als Merkmal (auch Attribut genannt) werden gemeinhin die Eigenschaften von
Objekten, beispielsweise Farbe, Form und Struktur bezeichnet [6]. Der menschli-
che Sprachgebrauch kennt zudem subjektive und schwer quantifizierbare Eigen-
schaften wie z.B. warm, kalt, rauh, glatt, hell, dunkel, ... Als Merkmal bezeichnet
man daher eine deterministische Rechenvorschrift fiir die Messung der Eigenschaf-
ten eines (segmentierten) Objekts [42].

Es gibt viele verschiedene Merkmale (z.B. statistisch, morphologisch und texturi-
ell) aus unterschiedlichen Kategorien (z.B. numerisch oder nominal). Ein gemes-

senes Merkmal wird als Observation (Beobachtung) bezeichnet.

3.1.3 Merkmalsextraktion

Die Berechnung eines Merkmales wird als Merkmalsextraktion bezeichnet [43]. In
der Literatur wird als Merkmalsextraktion auch die Ableitung neuer Merkmale

aus existierenden Merkmalen [6] bezeichnet. Diese Arbeit verwendet die erstere
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Definition; fiir letzteren Sachverhalt wird vielmehr der Begriff der Merkmalstrans-
formation verwendet. Die gemessenen Merkmale eines Objektes bezeichnet man

als Muster oder Observation.

3.1.4 Merkmalsselektion

Es existieren Merkmale oder Kombinationen von Merkmalen, die besser geeignet
sind, Objekte zu beschreiben als andere [35, 44]. Die Auswahl einer solchen Kom-
bination bezeichnet man als Merkmalsselektion [35, 45|. Bekannte Verfahren zur
Merkmalsselektion sind die Varianz- und die Diskriminanzalanlyse [33|. Weitere
gebréuchliche Verfahren wie die Forward Selection und die Backward Elimination
sind in |35, 45| beschrieben.

3.1.5 Klassifikation

Als Klassifikation bezeichnet man die eindeutige Zuordnung einer Observation zu
einer Gruppe mit gemeinsamen Eigenschaften [46]. Diese Gruppe wird als Klasse
bezeichnet. Ein Verfahren, das diese Zuordnung durchfiihrt, heifit Klassifikations-
verfahren. Ein Klassifikationsverfahren wird mit représentativen Beispielen trai-
niert. Ein solches Beispiel besteht aus einer Beobachtung und der dazugehérigen
Klasse. Die Menge von Beispielen ist eine Teilmenge aller moglichen Ausprigun-
gen und wird als Stichprobe bezeichnet. Je besser und grofer die Stichprobe ist,
desto erfolgversprechender ist das Training. Je reprasentativer die Stichprobe ist,
desto generischer ist die Klassifikation unbekannter Beobachtungen [46]. Prinzi-

piell lassen sich Klassifikationsverfahren in zwei Klassen einteilen [6]:

e Uberwachte Klassifikation: Die Klassenzugehorigkeit der als Lernbei-
spiele dienenden Observationen ist bekannt. Das Ziel besteht in der Zuord-
nung unbekannter Observationen zu den bekannten Klassen mit einem mog-
lichst geringen Klassifikationsfehler. Die Zuordnungsvorschrift wird wéh-
rend des Trainings aus den Mustern bestimmt. Uberwachtes Lernen wird

auch als Diskriminanzanalyse bezeichnet [47].

e Uniiberwachte Klassifikation: Ohne Vorwissen iiber die Klassenzugeho-

rigkeit der Observationen ist es das Ziel, Anhdufungen der Daten im Merk-
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malsraum zu identifizieren und die Observationen Clustern zuzuordnen.
Dieses Vorgehen wird daher auch als Clustering [47] bezeichnet. Anschlie-
fend konnen weitere Beobachtungen den festgelegten Clustern zugeordnet

werden.

Der zentrale Algorithmus, der die Zuordnung von Observationen zu Klassen vor-
nimmt, ist der Klassifikator. Abhéngig von den Merkmalen, der Anzahl der Ob-
servationen und dem Klassifikationsalgorithmus, wird nicht immer die korrekte
Klasse vorhergesagt. Dies wird Klassifikationsfehler genannt. Das Verhalten des
Klassifikators auf unbekannten Mustern wird durch den Generalisierungsfehler
ausgedriickt 35, 45].

3.1.6 Fazit zur Mustererkennungskette

Die beschriebene Vorgehensweise zur Mustererkennung in der digitalen Bildver-
arbeitung folgt einer starren Abfolge von Algorithmen zur Segmentierung des
Musters, der Extraktion von dessen Merkmalen, der Auswahl guter Merkmale
und der Zuweisung des Musters in eine a priori bekannte Klasse.

Damit diese Vorgehensweise fiir ein beliebiges Mustererkennungsproblem funktio-
niert, miissen Wissen und Erfahrung eines Experten iiber das Erkennungsproblem
entsprechend in Algorithmen umgesetzt werden. Da dies sehr selten moglich ist
(vgl. 1.1), bendtigt man ein System, in dem eine geeignete Lernstrategie zur An-
wendung kommt.

Es existieren verschiedene Methoden zum maschinellen Lernen. Maschinelles Ler-
nen ist die kiinstliche Generierung von Wissen aus Erfahrung [33, 35]. Die Ein-

teilung der Methoden erinnert stark an die der Klassifikation (vgl. 3.1.5).

e Uberwachtes Lernen (engl. supervised learning): Das System lernt dabei
aus gegebenen Paaren von Aufgaben und Losungen. Ein externer Lehrer
gibt dabei die jeweils korrekte Losung vor. Die maschinelle Klassifikation

ist ein Teilgebiet des iiberwachten Lernens.

e Uniiberwachtes Lernen (engl. unsupervised learning): Fiir eine gegebene
Menge von Aufgaben wird ein Modell erzeugt, das die Aufgaben miteinan-

der vergleicht und in Gruppen einteilt. Dabei kann die Anzahl der Gruppen
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a priori bekannt sein, die Art der Gruppe (Klasse) hingegen ist unbekannt.

e Bestirkendes Lernen (engl. reinforcement learning): Durch externes Feed-
back in Form von Belohnung und Bestrafung lernt das System, wie es sich

in bestimmten Situationen zu verhalten hat.

Das zu entwerfende System soll einen Experten unterstiitzen, der notfalls korrigie-
ren eingreifen konnen soll. Daher kommt am ehesten die Form des bestiarkenden

Lernens in Frage.

3.2 Softwareumgebung

Diese Arbeit ist in die Komponentensoftware ICFE - Integrated Component Envi-
ronment [46] integriert. Darin eingebettet ist WEKA - Waikato Environment for
Knowledge Analysis [45]. Im folgenden werden diese beiden Programme néher

erlautert.

3.2.1 ICE

ICE ist eine Komponentensoftware, vergleichbar mit Khoros [48] oder LabView
[49]. Thr Aufbau beruht auf dem Prinzip eines Baukastens. Dadurch wird die
einfache Erweiterung mit neuen Komponenten sowie die Interaktion bestehender
und neuer Komponenten erleichtert. ICE ist in JAVA implementiert und da-
her plattformunabhingig und streng objektorientiert. Urspriinglich wurde ICE
fiir die automatische Erstellung von Klassifikationssystemen entwickelt [50]: Mit
verschiedenen einschrankenden Annahmen und geschicktem Resampling der Trai-
ningsdaten konnen mit der in ICE implementierten sog. Blasensynthese in kurzer
Zeit optimale Kombinationen aus Selektions- und Klassifikationsalgorithmen ge-
funden werden [46]. Fiir gingige Klassifikationsprobleme wurden mit ICE bessere
Kombinationen gefunden als zuvor in der Literatur beschrieben. Daher soll die
Blasensynthese in das zu entwerfende System miteinfliefen. Fiir grofe Datenmen-
gen und eine grofse Anzahl verfiigharer Selektions- und Klassifikationsverfahren
steigt die Rechenzeit stark an und limitiert so die Anwendbarkeit in einem inter-

aktiven System.
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ICE ist nicht auf die Klassifikation beschriankt, so wie beispielsweise Khoros auf
die Bildverarbeitung. Fiir eine Vielzahl von Problemstellungen kénnen Kompo-
nenten entwickelt werden. Bereits implementiert sind bisher Komponenten fiir
die Bildverarbeitung und Klassifikation sowie Datenimport und -export.

Alle Komponenten werden von einer Wurzel-Komponente abgeleitet, in welcher
sich alle fiir die Interaktion in ICE notwendigen Schnittstellen befinden. Kompo-
nenten konnen iiber Datenflulleitungen Daten austauschen und interagieren. Die
Syntax und Semantik der Schnittstellen wird durch abstrakte globale Datenty-
pen definiert; dies gewéhrleistet eine vollstéindige Transparenz der Komponenten.
Die Entwicklung neuer Komponenten und Datentypen wird durch verschiedene
Hilfsmittel zur Generierung von Quelltext erleichtert [46].
Container-Komponenten enthalten andere Komponenten und organisieren Ab-
laufe hierarchisch in Form von Baumstrukturen. Diese Container liegen auf einer
Art Metaebene, durch die ICE in der Lage ist, selbsttitig Komponenten zu in-
stanziieren und so die Programmierung komplexer Abldufe zu vereinfachen.
ICE stellt eine graphische Benutzeroberfliche zur Verfiigung (vgl. Abb.3.1), wel-
che die Funktionalitiat und das Zusammenspiel sowohl bestehender, als auch neuer
Komponenten erheblich erleichtert. Jede Komponente muss auf einem Desktop
abgelegt werden. Es entsteht ein graphisches Symbol, welches den aktuellen Sta-
tus der Komponente reprasentiert. Fiir jede Komponente existiert ein sogenanntes
,Property Sheet”, in dem die notwendigen Parameter der Komponente eingestellt
werden. Eine ausfiihrlichere Beschreibung zum Aufbau von ICE, seiner Funktio-
nalitdt und Bedienung findet sich in [46].

3.2.2 WEKA

WEKA wurde speziell fiir das maschinelle Lernen entwickelt. Es besteht aus ei-
ner grofsen Sammlung von Klassifikatoren und Merkmalsselektoren. Zuséatzlich
stehen Import und Export sowie einige Visualisierungsméglichkeiten zur Verfii-
gung. WEKA ist ebenfalls in JAVA implementiert, konnte daher leicht in ICE
integriert werden und dient als Algorithmensammlung fiir das automatische Auf-
finden optimaler Selektor-Klassifikatorkombinationen mit ICE.

WEKA verwendet fiir die Observationen ein spezielles Dateiformat, die sog. .arff-
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t: ICE [Integrated Component Environment] ¥1.5 build [39] release candidate - Manuelleklassihikation2 zml - |E| ll
File Edit Components gplions Tools Help

@ Dlold)s|E0E |«/b|6a]ee &

Property Value

Data Info

@ [ Manuelle Klassifikation
[ Import ARFF files :
D Apply Strategy ; Synthesisttrate
D Data Info
[ Data Info
[ Import ARFF files :
[ naive Baves ; Import ARFF files Apply Strategy
[ Bestrirsti Bi :
[ synthesisStrategy

ategy by added to

Abbildung 3.1: ICE. Beispielhafter Aufbau eines Klassifikationssystems in ICE mit ver-
schiedenen Komponenten. Ein Trainingsdatensatz wird mit Import ARFF (vgl. Tab. 3.1)
eingelesen. Der Merkmalsselektor BestFirstlBi wahlt Merkmale aus. Danach wird ein
NaiveBayes- Klassifikator aufgebaut. Aus dem Selektor und dem Klassifikator wird eine
sog. Strategie synthetisiert, die auf unbekannte Daten angewendet wird. Datalnfo dient
hier der Visualisierung der Klassifikationsfehler. Die blauen Linien stellen Datenpfade
dar, die gelbe Linie eine Synchronisation, so dafi die untere Import-Komponente erst
dann automatisch gestartet wird, wenn die Strategie synthetisiert wurde.

Dateien. Tabelle 3.1 zeigt den prinzipiellen Aufbau einer solchen Datei.

Nach dem Einlesen einer .arff-Datei konnen Selektions- und Klassifikationsalgo-
rithmen auf die Daten angewendet werden. Erst durch die Integration in ICE
wurde es moglich, die erstellten Selektoren und Klassifikatoren als Bindrdaten
abzuspeichern.

Neuerdings stellt WEKA eine graphische Oberfliche mit komponenten-dhnlichem
Verhalten zur Verfiigung, die jedoch bei weitem nicht so intuitiv und komfortabel
zu bedienen ist wie ICE. Eine ausfiihrliche Beschreibung zu WEKA findet sich
in [51, 45].
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% Kommentar

@relation Name des Datensatzes

@attribute Merkmal 1 Typ{numerisch,nominal }
@attribute Merkmal 2 Typ{numerisch,nominal}
@attribute Merkmal n Typ{numerisch,nominal}
@attribute Klasse {Klasse 1, Klasse 2, ...}
@data

11,2215 - - ,xnl,Klasse

T12,T99,. . . ,Tno,Klasse

T1msT2ms- - - »Lnm,Klasse

Tabelle 3.1: Prinzipieller Aufbau einer .arff-Datei.

3.3 Zusammenfassung

In diesem Kapitel wurden die grundlegenden Begriffe der Mustererkennung und
der dabei verwendeten Algorithmen erldutert. Dabei wurde auf Segmentierung,
Merkmale, Merkmalsextraktion und -selektion sowie die Klassifikation eingegan-
gen. Die Schluffolgerung legt nahe, daf starre Systeme nur begrenzt einsatzfihig
sind. Daher wurde kurz beschrieben, welche Lernmethoden existieren, mit denen
starre Systeme flexibilisiert werden konnen. Weiterhin wurden die verwendeten
Softwarepakete ICE und WEKA kurz vorgestellt.
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Kapitel 4
Adaptive Segmentierung

Um die geschilderte Problemstellung zu 16sen, wird in diesem Kapitel ein System
entworfen, das vom menschlichen Experten mit Hilfe von Beispielen auf viele
beliebige Mustererkennungsprobleme trainiert werden kann. Es gelten folgende

Einschriankungen:

e Ein Experte muf in der Lage sein, das gestellte Mustererkennungsproblem

zu losen, d.h. er kennt die Objekte und deren Klassenzugehorigkeit.

e Die verwendeten Daten bestehen aus 1 — N Bildern in 1 — M Dimensionen.

Im weiteren werden nur zweidimensionale Grauwertbilder betrachtet.

4.1 Idee

Die Grundidee besteht darin, dafs der Experte dem System Beispiele der zu erken-
nenden Objekte prisentiert. Aus diesen Beispielen leitet der Rechner automatisch
geeignete Make zur Erkennung ab. Als Mafe dienen die lokalen Eigenschaften der
Objekte. A priori sind die geeigneten Eigenschaften unbekannt, daher steht dem
System eine Sammlung von Berechnungsvorschriften lokaler Merkmale zur Ver-
fiigung. Aus diesen wahlt es die geeigneten Merkmale aus und segmentiert damit
das Bild. Die Segmentierung wird vom Experten begutachtet und gegebenenfalls
korrigiert. Auf diesem Weg wird das Wissen des Experten auf objektive Weise in

eine fiir den Rechner verstindliche Form umgesetzt.
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4.2 Eigener Ansatz

Zuséatzlich zu den o.g. Einschriankungen werden die folgenden Annahmen getrof-

fen:

e Die Giite der Objekterkennung héngt von der Segmentierungsgenauigkeit
ab. Die Genauigkeit der Segmentierung wiederum wird dadurch bestimmt,
dafs bekannt ist, um welche Objekte es sich handelt.

e Der Experte kann intuitiv geeignete Beispiele fiir die Objektklassen ange-

ben.

e Es handelt sich immer um 2-Klassen-Probleme, d.h. ein Bild setzt sich nur

aus 2 Objekttypen (im allgemeinen Objekt und Hintergrund) zusammen.

e Die Objekte lassen sich anhand charakteristischer lokaler Eigenschaften be-

schreiben.

Als lokale Eigenschaften werden Merkmale betrachtet, die aus einem einzelnen Pi-
xel und/oder einer definierten Umgebung um ein einzelnes Pixel herum gemessen
und diesem Pixel zugeordnet werden kénnen (vgl. Abb. 4.1). Diese Umgebungen
werden im folgenden als gleitende Fenster bezeichnet. Prinzipiell handelt es

sich dabei um ein lineares Filter.

Abbildung 4.1: Beispiel fiir die Extraktion eines lokalen Merkmals. Links: Aus einer
n x n Pizel groflen Umgebung (grin), im folgenden gleitendes Fenster genannt, wird
fiir n = 3 die Streuung der Grauwerte (Formel (A.12)) bestimmt und dem Zentralpizel
(blau) zugewiesen. Danach wird das Fenster verschoben. Dunkle Farben entsprechen
niedrigen Grauwwerten. Rechts: Das transformierte (gefilterte) Bild. Der aufere Rand
hat die halbe Breite bzw. Hohe des gleitenden Fensters, da keine Werte von auferhalb
des Bildes gemessen werden kénnen. Dunkle Farben entsprechen hoheren Streuungen.
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4.2.1 Methodik

Abbildung 4.2 zeigt den grundlegenden Aufbau des Systems.

System

Subsystem |: Bildverarbeitung

»(_ Beispielregionen

wahlen
Optimierung der
nein Klassifikation Segmentierung/
Pixelklassifikation
»
| 7 Seg_
mentierung><¢ Segmentierung
| okay ?
Datenbank
[ Experte (Bilder) a —
A Subsystem |I: Objekterkennung

(Berlicksichtigung der Morphologie)

- Labeln der
- Regionen ME/MS Optimierung der
Objektklassifikation
Klassifikation

Abbildung 4.2: Das zweiteilige Objekterkennungssystem. Subsystem I ist fiir die Seg-
mentierung und Integration des FExpertenwissens zustindig, wihrend sich Subsystem I1
mit der eigentlichen Objekterkennung beschdftigt. Auferhalb des Systems stehen der Ex-
perte und seine Entscheidungen zur Segmentierungsgite und Klassenzugehérigkeit der
Objekte. Der Ezperte wdhlt Beispielregionen auf einem Bild aus einer Datenbasis. Das
System berechnet die lokalen Figenschaften der Beispielregionen, erstellt ein Klassifika-
tionssubsystem fiir die Pizel des Bildes und schligt auf dessen Basis eine Segmentierung
vor. Der Experte korrigiert diese Segmentierung — wenn nétig — mit weiteren Beispielen,
mit denen wie beschrieben verfahren wird. Auflerdem weist er gut segmentierten Regio-
nen eine Objektklasse zu, so dafi das System ein Klassifikationssystem fiir die globalen
Objekteigenschaften erstellen kann.

Die fett gedruckten Worte beziehen sich im folgenden auf die Interaktionsmoglich-
keiten des Experten: 'Beispielregionen wéihlen’, ’Segmentierung okay 7,
‘Labeln der Regionen’ und ’Klassifikation okay ?’. Im folgenden wird nur
das Subsystem I zur Bildverarbeitung detailliert betrachtet.

Prinzipiell steht eine Datenbank mit nicht vorsegmentierten und unklassifizierten

Bildern einer Doméne zur Verfiigung, d.h. die Bilder haben dhnliche Inhalte bzw.
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es sind dhnliche Objekte abgebildet. Das gesamte Verfahren wird im folgenden
Schritt fiir Schritt anhand eines Beispiels (s. Abb. 4.3) detailliert illustriert.

Abbildung 4.3: Ein Zebra. Anhand dieses Bildes werden die einzelnen Schritte des
Verfahrens erldutert.

Aus der Datenbank wird das o.g. Bild ausgewéhlt. Dem System ist zu diesem
Zeitpunkt keinerlei Information iiber das Problem bekannt. Das Bild ist nicht seg-
mentiert, daher mufs Segmentierung okay 7 mit Nein beantwortet werden. Der
Experte definiert eine oder mehrere Regions-Of-Interest (ROIs) fiir die Objekt-
klasse (Zebra (weifs)) und die Hintergrundklasse (restlicher Bildinhalt (schwarz))
(s.Abb.4.4).

Abbildung 4.4: Das Zebra mit ROIs fiir Objekt (Zebra (weif8)) und sonstigen Bildinhalt
(schwarz).
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Aus diesen Beispielen soll das System geeignete Segmentierungsparameter be-
stimmen, um das Bild selbsttétig hinreichend gut zu segmentieren. Das System
kennt weder die zur Trennung von Objekt und Hintergrund am besten geeigneten
Merkmale, noch die Grofe der gleitenden Fenster, aus denen die lokalen Merk-
male extrahiert werden miissen.

Subsystem I zur Bildverarbeitung analysiert die Beispielregionen wie folgt: Ein
gleitendes Fenster der Grofe 3 x 3 Pixel wird iiber 100 dquidistante Punkte pro
Klasse geschoben (s. Abb. 4.5) und fiir jeden dieser Punkte werden 45 Statistik-
und Texturmerkmale extrahiert. Es entstehen 200 Observationen mit 45 Merk-
malen und einer Klassenzugehorigkeit. Diese Observationen werden in einer .arff-
Datei abgespeichert. Dieser Vorgang wird mit Fenstergrofen von 5 x 5, 7 X 7,
9x9,11 x 11, 16 x 16, 32 x 32 und 64 x 64 wiederholt.

Abbildung 4.5: Ezxtraktion lokaler Merkmale aus den ROIs mit einem gleitenden Fen-
ster (griin). Exemplarisch hat das Fenster die Grofie 5 x 5 Pizel und es werden nur die
jeweils ersten 3 Positionen des Fensters gezeigt.

Fiir jede Fenstergrofe wird ein Klassifikationssystem — im folgenden Klassifika-
tionssubsystem genannt — aufgebaut: Aus einer Menge zur Verfiigung stehender
Merkmalsselektoren und Klassifikatoren wird mit der Blasensynthese automatisch
diejenige Kombination ausgewihlt (vgl. 3.2.1 (ICE)), die den geringsten Klassifi-
kationsfehler aufweist. Gleichzeitig werden so die geeigneten Merkmale bestimmt.
Fiir das Beispiel werden ein 11 x 11 Pixel grofes Fenster, ein BestFirstForward-
Selektor und ein Klassifikationsbaum (J48) bei einem Klassifikationsfehler von
0,3 % ausgewdhlt. Das ermittelte Merkmal ist die Kovarianz (TCov).

Mit dieser Fenstergrofe und dem Klassifikationssubsystem wird die automatische
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Segmentierung durchgefiihrt.

Zur Segmentierung wird das gesamte Bild betrachtet. Um jedes Pixel herum
werden in der ermittelten Fenstergrofe die vom Selektor bestimmten Merkmale
extrahiert. Der erstellte Klassifikator bestimmt die Klasse des Pixels auf Basis
der extrahierten lokalen Merkmale. Benachbarte Pixel, die der gleichen Klasse

angehoren, werden danach zu einer Region zusammengefalt (s. Abb. 4.6).

Abbildung 4.6: Das segmentierte Zebra. Mit den gegebenen und analysierten Beispielen
wurde das Zebra segmentiert. Das Bild ist deutlich ubersegmentiert. Zudem werden Teile
des Kopfes und der vorderen Oberschenkel nicht dem Tier zugerechnet. Ebenso werden
Teile von Boden und Schatten dem Tier zugewiesen.

Der Experte begutachtet die automatische Segmentierung und beantwortet die

Frage Segmentierung okay 7:

e Nein: Das Zebra ist nicht zur Zufriedenheit des Experten segmentiert wor-
den (vgl. Abb.4.6). Der Experte wird aufgefordert, weitere ROIs anzuge-
ben. Diese sollten sich vorzugsweise in den Regionen des Bildes befinden,
die falsch segmentiert wurden (s. Abb. 4.7).

Nach diesen Korrektureingriffen iteriert das System: Erneut werden aus
den (alten und neuen) ROIs sdmtliche verfiigharen Merkmale fiir alle Fen-
stergrofen extrahiert, neue Klassifikationssubsysteme aufgebaut, das beste
ausgewdhlt und in die Segmentierung zuriickgekoppelt. Das Merkmal ist
jetzt der Variationskoeffizient (SVarCoeff), die Fenstergrofe liegt weiterhin
bei 11 x 11 und der Klassifikationsfehler bei 0,33 %.

Die neue Segmentierung (s. Abb.4.8) wird vom Experten begutachtet. In
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diesem Fall ist das Zebra zufriedenstellend segmentiert.
Anderenfalls iteriert das System solange, bis der Experte mit der automa-

tischen merkmalsgesteuerten Segmentierung zufrieden ist.

e Ja: Der Experte ist mit der Segmentierung zufrieden. Das Bild, die ROlIs,
die extrahierten Merkmale und das erstellte Klassifikationssubsystem, d.h.

der Selektor und der Klassifikator, werden abgespeichert.

Abbildung 4.7: Das Zebra mit ROIs fiir Objekt (Zebra (weif8)) und sonstigen Bildinhalt
(schwarz). Zusdtzlich zu den alten ROIs wurden in falsch segmentierten Bereichen neue
ROIs definiert.

Abbildung 4.8: Das segmentierte Zebra. Nach den zusdtzlichen Beispielen wird das
Zebra zur Zufriedenheit des Ezperten segmentiert.

Die Bearbeitung des ersten Bildes ist damit abgeschlossen. Das erstellte Klas-

sifikationssubsystem kann auf das zweite Bild angewendet werden (s. Abb.4.9).
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Diese Segmentierung wird ebenfalls vom Experten iiberpriift. Ist sie zufrieden-
stellend, war das bisher ermittelte Klassifikationssubsystem ausreichend und wird
fiir das néchste Bild weiterverwendet. Ist die Segmentierung fehlerhaft und der
Experte muf korrigierend eingreifen, so geschieht dies nach oben beschriebenem

Muster durch die Definition vom ROIs fiir falsch segmentierte Bildausschnitte.

Abbildung 4.9: Ein segmentiertes Zebra. Das bisher ermittelte Klassifikationssubsystem
wird hier auf ein weiteres Bild angewendet, auf dem ein anderes Zebra abgebildet ist.

Nach einem Korrektureingriff des Experten auf dem zweiten Bild werden aus defi-
nierten ROIs sdmtliche Merkmale in der bereits festgelegten Fenstergrofe berech-
net. Diese extrahierten Merkmale werden mit denen des vorhergehenden Bildes
(bzw. der vorhergehenden Bilder) kombiniert. Mit diesen Daten wird ein neues
Klassifikationssubsystem aufgebaut, welches in der Lage sein soll, beide Objekte
gut zu segmentieren. Der Segmentierung folgt eine erneute Uberpriifung durch
den Experten mit den geschilderten Moglichkeiten der Interaktion.

Nach dieser Methode wird fiir alle weiteren Bilder verfahren, die aus der Daten-

bank ausgew#hlt werden.

Sofern genug Bilder verarbeitet werden, zieht das System allgemeine Schliisse
tiber die zu erkennenden Objekte [6] und ist in der Lage, ohne Benutzerinteraktion
mit dem bis dahin erreichten Klassifikationsfehler zu arbeiten |2, 3| sowie eine im

Mittel gute Segmentierung aller Bilder zu gewéhrleisten [14].
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4.2.2 Diskussion der Methodik

Die Methodik basiert auf der Annahme, daf jedes Objekt bzw. jede Region in
sich in einer bestimmten Form homogen ist. Der Begriff der inneren Homogenitit
bezieht sich auf die Ahnlichkeit der Bestandteile einer Region [36], z.B. #hnliche
Helligkeit, Kontrast, Textur etc. Die &ufere Homogenitéit hingegen beschreibt die
Ahnlichkeit zwischen zwei verschiedenen Regionen.

Prinzipiell ist es moglich, verbal zu beschreiben, weshalb zwei Regionen unter-
schiedlich sind. Prinzipiell ist es auch immer moglich, ein einziges Merkmal zu
finden, in dem sich zwei Regionen unterscheiden. Dazu miissen im schlimmsten
Fall unendlich viele Merkmale ausprobiert werden. Dies ist praktisch nicht durch-
fiihrbar. Eine ausreichende mathematische Beschreibung der jeweiligen Homoge-
nitit wird durch eine Kombination verschiedener Merkmale erreicht.

Die Auswahl geeigneter Merkmale mufs optimiert werden, da je nach Problemstel-
lung andere komplexe Merkmalskombinationen benotigt werden. Die vorgestellte
Methodik ermittelt eine solche geeignete Kombination von Merkmalen, mit denen

die innere Homogenitit der Regionen modelliert werden kann.

Um eine optimale Parameterwahl fiir jeden Anwendungsfall zu erreichen, steht
dem System eine Sammlung von Merkmalen zur Verfiigung. Zur Auswahl der
geeigneten Parameter ben6tigt das System Vorwissen iiber die zu erkennenden
Objekte. Dieses Vorwissen wird iiber die Interaktion mit dem Experten erlangt.
Der Experte présentiert Beispiele und Gegenbeispiele der zu erkennenden Ob-
jekte. Er mufs die Objekte nicht aufwendig manuell segmentieren, sondern mit
rechteckigen Regions-Of-Interest (ROIs) lediglich grob markieren. Hierbei ist er
dafiir verantwortlich, keine Hintergrundpixel als Vordergrund zu markieren und
umgekehrt. Das System bestimmt automatisch geeignete Parameter, mit denen
die Bilder so segmentiert werden konnen, daft der Experte mit dem Ergebnis
zufrieden ist. Segmentiert das System falsch, mufs der Experte korrigierend ein-
greifen, indem er zusitzliche Beispiele prisentiert (also ROIs definiert). Lokale

Merkmale werden als Segmentierungsparameter verwendet.

Eine Segmentierung mit Kombinationen von Merkmalen bezeichnet man als Cons-
trained Region Growing [12] (CRG). Jedes berechenbare Merkmal ist eine mog-
liche Randbedingung fiir das CRG. Merkmale, die geeignet sind, die innere Ho-
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mogenitit einer Region zu beschreiben, sollten als Segmentierungsparameter ver-
wendet werden. Im Unterschied zur Literatur wird neben den Merkmalen noch
ein echtes Klassifikationssubsystem eingesetzt. Dieses dient dazu, aus der verfiig-
baren Menge von Merkmalen automatisch eine geeignete Kombination zu wihlen
und auf Basis der vom Experten gegebenen Beispiele eine optimale Entscheidung
iiber die Regionenzugehorigkeit eines Pixels abhidngig von seinen lokalen Eigen-
schaften treffen zu kénnen. Die Segmentierung wird somit als lokales Klassifika-
tionsproblem betrachtet, bei dem die entsprechende Terminologie zum Einsatz

kommt.

e Die Berechnung der lokalen Eigenschaften wird als Merkmalsextraktion be-
trachtet.

e Die Auswahl geeigneter Merkmale erfolgt durch die Merkmalsselektion.

e Die Trennung von Objekt- und Hintergrundpixeln erfolgt durch einen Klas-
sifikator.

Mit diesen Begriffen 1aft sich z.B. das herkémmliche Regionenwachstum wie folgt
beschreiben: Die Berechnung des Gradienten wird als Extraktion des Merkmals
"Grauwertgradient" aus einer eng begrenzten Region, d.h. dem Saatpixel und ei-
nem Nachbarpixel, aufgefafst. Eine Merkmalsselektion findet angesichts der Tatsa-
che, daf nur ein Merkmal verfiigbar ist, nicht statt. Die Schwellwertentscheidung,
zu welcher Region das Nachbarpixel gehort, entspricht einer einfachen Klassifika-
tionsaufgabe.

Die Segmentierungsparameter bestehen somit aus den lokalen Eigenschaften und
einem Klassifikationssubsystem aus einer geeigneten Selektor—Klassifikator-Kom-
bination. Durch die vorgestellte Art der Segmentierung entstehen in erster Linie
Regionen, die in den selektierten Merkmalen homogen sind. Ihre Pixel gehoren
potentiell zum gesuchten Objekt oder zum Hintergrund.

Nachdem ausreichend Beispiele prasentiert wurden, soll das System einen guten
Parametersatz zur Segmentierung der Objekte bestimmt haben. Hierbei ist zu
beriicksichtigen, dafs ein guter Parametersatz fiir alle Objekte nicht bedeutet,
dak jedes Bild gut segmentiert wird. Ein guter Parametersatz garantiert viel-
mehr einen average best fit iiber alle Bilder [14], d.h. dak die Bilder im Mittel gut

segmentiert werden.
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Es kommt stédndig zum Wechsel von automatischer Segmentierung und mensch-
licher Interaktion. Das System kdnnte dadurch in einen instabilen Zustand kom-
men. Dies wiirde bedeuten, daf jedes zuséitzliche vom Experten gegebene Beispiel
eine schlechtere Segmentierung nach sich zieht und in der letzten Iteration kor-
rekt segmentierte Regionen im aktuellen Schritt falsch segmentiert werden. Die
Folge wiren Korrektureingriffe in bereits definierten ROIs.

Diese Inkonsistenz ist moglich, wird jedoch abgefangen: Aufgrund der begrenz-
ten Bildgrofe kann die Anzahl der vom Experten gegebenen Beispiele die Zahl
der Pixel im Bild nicht iibersteigen. Im schlimmsten Fall miifite also jedes Pixel
explizit gelabelt werden. Dies entspricht einer manuellen Segmentierung. Das Sy-
stem wiirde das bestmogliche Klassifikationssubsystem bestimmen, welches die
manuelle Segmentierung zu reproduzieren versucht. Der unvermeidbare Klassifi-
kationsfehler dieses Systems begrenzt die Giite der automatischen Segmentierung.
In einem zweiten Schritt kann der Experte den Regionen Objektklassen zuwei-
sen. Mit diesen kann das System die globalen Eigenschaften der entstandenen

Regionen analysieren und einen entsprechenden Objektklassifikator aufbauen.

4.2.3 Implementierung

Die beschriebene Methodik wurde als Java—Beans in die Komponentensoftware
ICE (vgl.3.2.1) integriert. Damit folgt die Implementierung dem Konzept von
ICE beziiglich der Wiederverwendbarkeit von Funktionalititen. Bereits in ICE
implementierte Selektoren und Klassifikatoren konnen mit sehr geringem Auf-

wand wiederverwendet werden. Implementiert wurden

e Komponenten

Adaptive Segmentierung

Container fiir gesamten Verarbeitungsvorgang

— Merkmalsextraktion

Zusatzkomponenten

x Erzeugen und Spalten von Labels

* Aneinanderhidngen von .arff-Dateien
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* Visualisieren von Bildern in Merkmalsraumen
e Notwendige Datenstrukturen: Label fiir Segmentierungen, ...

e Merkmalsextraktoren

4.2.3.1 Segmentierungskomponente

Die Segmentierungskomponente Constrained Region Growing erhélt als Eingangs-
daten das zu segmentierende Bild, die vorklassifizierten Observationen in Form
einer .arff-Datei und einen Klassifikator. Weitere Parameter sind die Groke des
gleitenden Fensters und seine Verschiebungsschrittweite in x, y, z. Auferdem sind

verschiedene Segmentierungsarten verfiigbar:

e Regionenwachstum: Hierbei wird ein normaler Wachstumsalgorithmus ein-

gesetzt. Das Zentralpixel des Bildes wird als Saatpixel betrachtet.

e Kontursuche: Hierbei wird ausgehend vom Zentralpixel in Richtung des
oberen Bildrandes nach einer Kontur, also einem Wechsel der Pixelklasse,
gesucht. Danach wird dieser Klassenwechsel im Uhrzeigersinn verfolgt, bis

die Kontur geschlossen ist.

e Windowed: Hierbei wird das gleitende Fenster zeilenweise iiber das Bild
geschoben, das Zentralpixel klassifiziert und der Bereich unter dem Fenster
der ermittelten Klasse zugewiesen. Mit dieser Methode kénnen schnell grobe

Ubersichtssegmentierungen erzeugt werden.

e Saatpunktsuche und Regionenwachstum: Es wird ein Gitter mit der einge-
stellten Fenstergrofe iiber das gesamte Bild gelegt und jedes Zentralelement
klassifiziert. Ausgehend von diesen Saatpunkten wird dann ein Regionen-

wachstum eingeleitet.

Diese Segmentierungsarten konnen explizit vom Benutzer eingestellt werden. Das
System verwendet standardméfig den ersten Punkt, das 'Regionenwachstum’.
Aus der bereitgestellten .arff-Datei werden die enthaltenen Merkmale bestimmt

und die jeweiligen Merkmalsextraktoren instanziiert.
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Die Komponente liefert folgende Daten zuriick:
e Originalbild
e Regionenbild

e Vektor mit der Regionen- und Klassenzugehorigkeit jedes Pixels (fiir Visua-

lisierungszwecke)

e Vektor der Observationen aller Pixel (abhingig von der verwendeten Seg-
mentierungsform). Dieser kann beliebig weiterverarbeitet werden, etwa zu

Visualisierungszwecken.

4.2.3.2 Containerkomponente ORC

Die Komponente ORC (Object Recognition Container) ist eine Komponente auf
der Metaebene von ICE (vgl.3.2.1). Sie dient der Steuerung in ihr enthaltener
Komponenten beziiglich des Datenflusses und der Parameter. Die Containerkom-
ponente kann auf alle Methoden und Variablen der untergeordeten Komponenten
unter Beachtung der Zugriffsregeln (public, private) zugreifen und sie gegebenen-
falls modifizieren. Sie ist dafiir verantwortlich, die einzelnen Komponenten zu
instanziieren, ihnen Daten zur Verfiigung zu stellen und deren Ergebnisse zu in-
terpretieren und zu verwalten.

Die hier implementierte Containerkomponente hat somit folgende Aufgaben (sie-
he auch Abb.4.2):

Fithrung des Experten durch die Verarbeitungsstufen des Systems mittels

Dialogfenster

Instanziierung aller benétigten Subkomponenten

Import der Bilddaten

Verwaltung:

— ROIs
— QObservationsvektoren

— Klassifikationsergebnisse
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e Auswahl des besten Klassifikationssubsystems
e Einstellung der Parameter fiir die Segmentierung:

— Bild, Selektor und Klassifikator
— Groéfke und Verschiebungsvektor des gleitenden Fensters

— Segmentierungsmethode

e Export der Ergebnisse als Bilder, .arff-Dateien und binére Selektor- und

Klassifikatordateien

Der Komponente stehen drei Operationsmodi zur Verfiigung: Train, Apply und
Resume. Mit Train kann das System mit neuen Daten trainiert werden. Das
Training kann jederzeit beendet werden. Nach jedem bearbeiteten Bild werden

die folgenden zugehorigen Daten abgespeichert:
e ROIs
e automatische Segmentierung
o .arff-Datei mit den Observationen
o .arff-Datei mit den Observationen der selektierten Merkmale
Zuséatzlich werden
e Selektor
o Klassifikator
o .arff-Datei mit den Observationen aller Bilder
o .arff-Datei mit den Observationen der selektierten Merkmale aller Bilder

als aktueller Systemzustand abgespeichert.

Ein trainiertes System kann mit dem Modus Apply auf entsprechende Testdaten
angewendet werden. Dazu werden der erstellte Selektor und Klassifikator gela-
den. Mit diesem Klassifikationssubsystem werden alle Bilder des Testdatensatzes

segmentiert. Die resultierenden Segmentierungen werden abgespeichert.
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Ein abgebrochener Trainingsvorgang kann mit Resume wiederaufgenommen wer-
den. Dazu wird der zuletzt abgespeicherte Zustand des Systems wieder geladen.
Dieser besteht aus Selektor, Klassifikator und den (selektierten) Observationen
aller bisher bearbeiteten Bilder der Doméne. Danach erfolgt ein ganz normales

Training (s.o.), welches auf den bestehenden Daten aufbaut.

4.2.3.3 Sonstige Komponenten

Die Datenstruktur fiir die Segmentierungen wird als Label bezeichnet und besteht
prinzipiell aus zwei Bildern, von denen das eine fiir die Bildinformation und das
andere fiir die Regionenzugehorigkeiten der einzelnen Pixel verwendet wird. Die
Komponente CreateLabel fiigt zwei gleichgrofe Bilder zu einem Label zusammen.
SplitLabel spaltet ein Label wieder in zwei Bilder auf. Jede Segmentierung erzeugt
ein solches Label.

Mit der Komponente zur Merkmalsextraktion werden lokale oder globale Merk-
male eines Bildes extrahiert. Dazu wird das o.g. Label verwendet, mit dem Bild-
information und Regionenzugehorigkeit verfiighar sind. Die Parameter der Kom-
ponente sind die zu extrahierenden Merkmale, die Fenstergrofe und die Nummer
der Region, aus der extrahiert werden soll. Die Komponente liefert einen Vektor

aus Observationen der extrahierten Merkmale in Form einer .arfl-Datei zurtick.

4.3 Bewertungsmalie

4.3.1 Bewertung der Segmentierung

Zur Bewertung der Qualitit der erzielten Segmentierungen wird der sogenannte
'Dice-Coeffizient” Cp verwendet. Er beschreibt das Verhéltnis zwischen Schnitt
und Vereinigung zweier Mengen. Mit ihm wird die Ubereinstimmung zweier Seg-
mentierungen R, R’ des selben Objekts verglichen. Der Dice-Koeffizient liegt zwi-
schen 0 (keine Ubereinstimmung) und 1 (vollstéindige Ubereinstimmung). Er ist

wie folgt definiert
RN R

T RUR

und wird nur dann verwendet, wenn eine Referenzsegmentierung existiert.

Cp

(4.1)

In der Literatur wird zur Bewertung vereinzelt das Verhiltnis falsch klassifizier-
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ter Pixel zur Gesamtzahl zu klassifizierender Pixel verwendet. In dieser Arbeit
kann es nicht zum Einsatz kommen, da der durch die Verwendung des gleitenden
Fensters entstehende Rand nicht mit einberechnet werden kann und das Ergebnis
verfialschen konnte.

Eine weitere Moglichkeit zur Bewertung der Segmentierungsergebnisse besteht
darin, die globalen Eigenschaften der segmentierten Regionen zu berechnen und
mit denen einer Referenzsegmentierung (falls vorhanden) zu vergleichen.

Falls keine Referenzsegmentierung vorhanden ist, existiert kein objektives Mafs
zur Bewertung der Segmentierungsqualitit. Allein der Experte kann hier subjek-

tiv liber die Giite der Segmentierung entscheiden.

4.3.2 Bewertung des Klassifikationssubsystems

Zum Vergleich der automatisch generierten Klassifikationssubsysteme eignet sich
der Klassifikationsfehler. Er gibt an, wieviele Pixel von Objekt- und Hintergrund-
klasse der jeweils richtigen Klasse zugeordnet werden. Somit wird immer das
Klassifikationssubsystem gewihlt, dessen Fehler minimal ist.

Prinzipiell gibt auch der Klassifikationsfehler Auskunft iiber die Genauigkeit einer
Segmentierung, da er ebenfalls die Anzahl der félschlicherweise dem Hintergrund
zugeordneten Objektpixel beinhaltet. Jedoch vernachlissigt er die Position der
Pixel im Bild, weswegen der Dice-Coeffizient zur Bewertung der Segmentierung

besser geeignet ist.

4.3.3 Bewertung der Einfachheit

Mit der Einfachheit wird der Aufwand fiir den Experten bewertet. Es lafst sich
nur subjektiv beurteilen, wie hoch der Aufwand fiir die Vorgabe der Beispiele und
die Korrektureingriffe ist. Das Markieren mit der Maus ist eine einfache und intui-
tive Form der Interaktion. Eine objektive Bewertung erfolgt durch die Haufigkeit
der Interaktionen, also der Zahl der Korrektureingriffe durch den Experten. Ei-
ne konkrete Aussage lafst sich auch bei diesem Kriterium nicht ableiten, da die
Zahl der Korrektureingriffe mafkgeblich vom Problem und der Reprisentativitit
der Beispiele abhéangt. Bei weniger reprasentativen Beispielen oder einer hohen

Variabilitat der Bildinhalte werden mehr Korrekturen nétig sein.
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4.3.4 Statistische Bewertung

Die mittlere Segmentierungsqualitit ist ein Hinweis darauf, ob die gefundenen
Segmentierungsparameter dem Problem angemessen sind. Die Stichhaltigkeit die-
ses Hinweises laft sich statistisch iiberpriifen. Dabei mufl zwischen Trainings- und
Testset unterschieden werden. Wird zur Berechnung der Genauigkeit der Parame-
terschitzung angenommen, dafs sich die gemessenen Dice-Coeffizienten innerhalb

eines Sets normalverteilen, dann geniigt der Schétzfehler E folgender Formel [52]

o

VN

als rechtem Auslidufer der Standard-Normalver-

E = Z% (42)

(e}
b2
teilung, ze als kritischem Wert, o als Streuung der Grundgesamtheit und N als

mit « als Signifikanzniveau

Stichprobengrofse. Der tatsidchliche Mittelwert p, liegt im Konfidenzintervall
Uz € [T — E, T+ FE| (4.3)

zum Signifikanzniveau o mit T als gemessenem Mittelwert der Verteilung. Im
allgemeinen wird o = 0,05 % als Signifikanzniveau verwendet. Daraus ergibt sich

aus der Standardnormalverteilung za =1, 96.

4.4 Zusammenfassung und Fazit

In diesem Kapitel wurde das in dieser Arbeit entwickelte System vorgestellt. Sein
Kern ist ein adaptiver Segmentierungsalgorithmus, der auf dem Constrained Regi-
on Growing basiert. Dieses wurde um beliebige Randbedingungen erweitert. Ein
echtes Klassifikationssubsystem — bestehend aus einer geeigneten Kombination
von Merkmalsselektor und Klassifikator — entscheidet {iber die Regionenzugeho-
rigkeit einzelner Pixel. Die lokalen Eigenschaften der zu segmentierenden Objekte
werden als Randbedingungen verwendet. Das System adaptiert sich automatisch
an die Vorgaben, die ihm interaktiv vom Benutzer gemacht werden. Es wahlt die
Randbedingungen automatisch aus einer Vielzahl von Randbedingungen aus und
ist den bisher in der Literatur beschriebenen Ansétzen iiberlegen, bei denen diese
Randbedingungen und die zugehorigen Pixelklassifikationsvorschriften manuell

und subjektiv ausgewéhlt werden miissen.
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Es wurden Mafe zur Bewertung der einzelnen Systemteile und die Form der Im-
plementierung in Java-Beans erldutert.

Zur Segmentierung werden die lokalen Eigenschaften der Objekte verwendet. Ein
regionenorientiertes Verfahren ist hierfiir besonders geeignet. Dieses Verfahren
funktioniert nur, sofern die innere Homogenitét der Objekte mit den zur Verfii-
gung stehenden Merkmalen modelliert werden kann.

Das System ermittelt aus den zur Verfiigung stehenden Parametern eine geeigne-
te Parameterkombination. Die Plausibilitdt der gefundenen Parameter wird mit
dem Klassifikationsfehler gemessen, der sich jedoch nicht direkt auf die Segmen-
tierungsgiite abbilden 1aft, da er positionsunabhingig ist. Er stellt jedoch eine
sinnvolle Kenngrofe fiir die Qualitiat des ermittelten Klassifikationssubsystems
dar. Per definitionem ist der Dice-Coeffizient zur Bewertung der Segmentierungs-
giite bzgl. einer Referenzsegmentierung geeignet. Mit beiden Mafsen zusammen
lakt sich angeben, ob die gefundenen Parameter das Problem zufriedenstellend

16sen.



Kapitel 5
Erzielte Ergebnisse

In diesem Kapitel wird das System an vielen verschiedenen Beispielen getestet:
e Kiinstlich generierte Datensitze mit bekannten Eigenschaften

— Texturdaten 1 (20.000)
— Texturdaten 2 (100)

e Medizinische Datensitze

— Spiculierte Massen (72)
— Kaumuskeln (2)

e Diverse Bilder aus der Literatur

— Kiinstliche Texturen (18)
— Natiirliche Szenen (6)
— Berkeley Bilddatenbank (36)

Die Zahl in Klammern gibt die Anzahl der verfiigbaren Bilder an. Mit diesen
Beispielen sollen insbesondere die Einsatzmoglichkeiten der vorgestellten Metho-
dik aufgezeigt werden. Dabei stellt sich zunéchst die Frage, ob das System in der
Lage ist, geeignete Segmentierungsparameter zu ermitteln. Dies soll mit kiinstlich
generierten Datensitzen untersucht werden.

In der Literatur existiert kein Standarddatensatz, mit dem Segmentierungsalgo-

rithmen miteinander verglichen werden konnen [53|. Zwar gibt es Ansétze [54] und
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einige Datensétze fiir spezielle Anwendungsfille [55], jedoch sind viele Methodi-
ken fiir spezielle Anwendungen konzipiert und Vergleiche haufig nicht moglich.
Im folgenden werden fiir jeden Datensatz zuerst die Ziele erlautert und anschlie-

fend die erzielten Ergebnisse aufgezeigt und diskutiert.

5.1 Synthetische Datensatze

Das System verfiigt iiber drei freie Parameter fiir die Segmentierung: die Grofe
des gleitenden Fensters, den Merkmalsselektor und den Klassifikator. Es soll iiber-

priift werden, ob das System diese Parameter passend zum Problem bestimmt.

5.1.1 Datensatz 1

Ziel dieses Experiments ist es, herauszufinden, ob das System in der Lage ist, fiir
einen bekannten Datensatz die optimale Fenstergrofse und das optimale Merkmal
zu ermitteln. Diese sind die ersten wichtigen Parameter fiir die spitere Segmen-
tierung.

Es wird eine Menge von Bildern mit bekannten Merkmalen erzeugt. Um das
Problem einfach und iiberschaubar zu halten, wird als Merkmal nur die ,Stan-
dardabweichung” ausgewahlt.

Fiir eine aussagekréftige Statistik wird ein 2-Klassen-Problem mit 10.000 Bildern
pro Klasse generiert. Jedes Bild ist 64 x 64 Pixel grofs und besitzt den konstanten
Grauwert g(z,y) = 128. Zur Unterscheidung der beiden Klassen wird auf jedem
Bild Gauk’sches Rauschen erzeugt und es gilt:

o€ (0,1) < Bild gehort zu Klasse 0 (5.1)
o€ (1,2) < Bild gehort zu Klasse 1 (5.2)

Das Merkmal ,Streuung” (SStdDev) dient somit der Trennung der beiden Klas-
sen. Die Klassenzugehorigkeit wird fiir das Zentralpixel festgelegt und separat
gespeichert. Das Rauschen ist iiber die Menge der Bilder ungefihr gleichverteilt.
Da die Bilder endlich grof sind, entsteht bei der Generierung des Rauschens

eine Ungenauigkeit, so dak die o.g. Intervallgrenzen um weniger als 8 % aufge-
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weicht werden®. Extrahiert man das Merkmal ,Streuung” um das Zentralpixel
herum, ist die Schitzung der Verteilungsfunktion umso besser, je mehr Pixel in
die Schitzung miteinbezogen werden. Mit einem 3 x 3 Pixel grofen Fenster ist
die Schétzung schlechter als mit einem 64 x 64 Pixel grofen Fenster. Daher soll
das System die (maximale) Fenstergrofe von 64 x 64 Pixeln ermitteln.

Aus allen Bildern wird jeweils nur um das Zentralpixel in allen Grofen des gleiten-
den Fensters eine Extraktion aller verfiigharen 45 lokalen Merkmale durchgefiihrt.
Mit den erhaltenen Daten wird fiir jede Fenstergrofse mittels der Blasensynthese
das optimale Klassifikationssubsystem gesucht.

Das automatisch ausgewiahlte Klassifikationssubsystem besteht aus einer Bidi-
rectional Forward selection und einem J/8 Pruned Tree. Tabelle 5.1 zeigt die
Trainings- und Generalisierungsfehler der verschiedenen Fenstergrofen mit dem
gewahlten Klassifikationssubsystem, die Namen der selektierten Merkmale sowie
das Intervall der Streuung in der jeweiligen Fenstergrofe.

Bei einer Fenstergrofe von 64 x 64 Pixeln sind die Fehler am geringsten. Das
bestimmte Merkmal ist in diesem Fall die Varianz.

Nachfolgend werden die in Tabelle 5.1 verwendeten Abkiirzungen erldutert. S
kennzeichnet ein statistisches Merkmal, T ein Texturmerkmal (vgl. Anhang A).

Englische Bezeichnungen aus der Literatur werden beibehalten.

Abkiirzung vollstandige Bezeichnung
SMin, SMax minimaler und maximaler Grauwert
SStdDev Standardabweichung
SEner, SEntr Energie, Entropie
SGS, SNumGV Greyspread, Number of Greyvalues
SModeGV Mode Greyvalues
SVarCoeff Variationscoeffizient

TEntr, TSumEntr, TDiffEntr | Entropie, Summenentropie, Differenzentropie

TIMCorr2, Information Measure Correlation 2
TInvDiffMom Inverse Difference Moment
TRunLRE Run-length Long-run emphasis

IFiir Klasse 0 ist 0 < o < 1,07; fiir Klasse 1ist 1,02 < ¢ < 2,08
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Fenster- | Trainings- | Generali- | automatisch ausgewéhlte(s) Intervall
grofe fehler sierungs- Merkmal(e) der Streuung
(%] fehler [%)] o [Grauwert]
3x3 11,43 11,45 SMin, SGS, (05 3,53)
SNumGV, SModeGV
5x5 6,13 6,41 SStdDev (0 ; 8,23)
TX7 3,61 4,48 SMin, SMax, SEner, SEntr, (0 ; 2,66)
SVarCoeff, SModeGV
TEntr, TRunLRE, TSumEntr,
TDiffEntr, TIMCorr2
9x9 3,61 4,48 SMin, SMax, SEner, SEntr, (05 2,5)
SVarCoeff, SModeGV
TEntr, TSumEntr, TDiffEntr
11 x 11 2,22 2,58 SMin, SMax, SEner, (05 2,35)
SVarCoeff, SModeGV
TSumEntr, TInvDiffMom
16 x 16 1,80 1,92 SStdDev (05 2,27)
32 x 32 0,81 0,89 SMax, SEntr (035 2,2)
TEntr
64 x 64 0,42 0,43 SStdDev (0 2,08)

Tabelle 5.1: Die Trainings- und geschdatzten Generalisierungsfehler in Prozent und die

verwendeten Merkmale fiir verschiedene Fenstergrofien. Zur Kontrolle finden sich in der

ganz rechten Spalte die in den verschiedenen Fenstergrofien berechneten Intervallgrenzen

der Streuung des Gesamtdatensatzes. Die englischen Bezeichnungen aus der Literatur

wurden beibehalten.
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5.1.1.1 Schlufsfolgerungen aus Datensatz 1

Das Klassifikationssubsystem hat die erwartete Fenstergrofe von 64 x 64 Pixeln
ermittelt. Das gewéhlte Merkmal ist wie erwartet die Standardabweichung (Streu-
ung).

Dieses einfache Beispiel 1aft die Annahme zu, daf die Auswahl der Fenstergrofe
und der Merkmale dem jeweiligen Problem angemessen ist. Daher soll im fol-
genden untersucht werden, wie gut die Segmentierungsqualitit ist, die mit dem

vorgestellten System auf einem bekannten Datensatz zu erreichen ist.

5.1.2 Datensatz 2

Mit Hilfe dieses Experiments soll herausgefunden werden, wie gut das System ein
vorgegebenes Segmentierungsproblem 16st. Insbesondere soll die Segmentierungs-
giite in Form des Dice-Coeffizienten gemessen werden. Hierfiir wird ein Datensatz
mit kiinstlichen Objekten erstellt: Der Datensatz besteht aus 100 Bildern der
Kantenlénge 75 x 75 Pixel. In jedes Bild ist zentriert ein Quadrat von 25 x 25 Pi-
xeln Kantenlidnge eingebettet. Der Bildhintergrund wird mit der Brodatz-Textur
D57 [56] gefiillt, das Quadrat mit D9. Aus diesem Bild werden 99 weitere erzeugt,
indem das Quadrat in 3,6 ° Schritten um den Bildmittelpunkt rotiert wird. Da-
durch werden viele verschiedene Ubergiinge zwischen beiden Texturen erzeugt,
um ein Auswendiglernen der Ubergiinge zu vermeiden. Zu jedem Bild ist die
optimale Segmentierung bekannt. Diese 100 Bilder stellen die statistische Grund-
gesamtheit dar.

Es soll herausgefunden werden, wie gut der entworfene Algorithmus das vorliegen-
de Segmentierungsproblem lsen kann. Aus Zeitgriinden? konnen nicht simtliche
Bilder zur Merkmalsextraktion verwendet sowie das Klassifikationssubsystem op-
timiert werden. Unter der Annahme, daf sich aufgrund der dhnlichen Bildinhalte
die Klassifikationsfehler in den verschiedenen Fenstergrofen fiir jedes Bild dhn-
lich verhalten, wird nur mit dem ersten Bild (s. Abb.5.1(a)) eine Fenstergrofe
festgelegt: Mit ICE |46] wird ein Klassifikationssubsystem aufgebaut, welches das

2Bei 20 Pixeln pro Sekunde dauert die Merkmalsextraktion fiir 100 Bilder & 75x 75 Pixel in 7
Fenstergrofen bei 45 Merkmalen etwa 54h. Der zusétzliche Rechenaufwand fiir die Bestimmung
des besten Klassifikationssubsystems betrédgt etwa 2500 h [46].
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(c) (d)

Abbildung 5.1: Beispielbilder. Oben: Zwei Originalbilder bei 0° und 50,4° Rotation.

Unten: Die jeweilige optimale Segmentierung. Die Rotation fand ohne Anti-Aliasing

statt, um die Originaldaten nicht zu verandern.

Problem bestmoglich beschreibt: Fiir die Merkmalsselektion wird eine bidirektio-
nale BestFirst-Suche verwendet [35] und als Klassifikator ein Pruned Tree (J48)
[45]. Beide haben sich in der Praxis hiufig als gute Kombination erwiesen®. Die
ausgewihlten Merkmale sind in Tab. 5.2 aufgelistet. Es handelt sich dabei um
drei Merkmale, die aus der Cooccurrence-Matrix berechnet werden und vier hi-

stogrammbasierte Merkmale.

3Tests mit der Blasensynthese auf Teildatensétzen aller Bilder bekréftigen die Wahl des
Klassifikationssubsystems.
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Nr. | Merkmal
TCorr
TDiffVar
TClustShade
SMin

SSkew
SModeGV
SMed

N O Ot e W N

Tabelle 5.2: Durch die bidirektionale BestFirst-Suche ausgewdhite Merkmale. S kenn-
zeichnet ein Merkmal des Histogrammes, T ein aus der Cooccurrence-Matriz bestimmtes

Merkmal.

Blockgroke | NaiveBayes [%] | J48 [%)]
3 %3 19,25/19,25 7,96/10,04
5x5 12,28/12,32 | 2,88/6,01
Tx7 11,07/10,94 | 1,85/4,79
9x9 10,40/10,45 | 0,98/4,08

11 x 11 791/791 | 0,68/3,17
16 x 16 4,69/4,72 | 3,75/4,36
32 x 32 0,04/924 | 1,96/5,37

Tabelle 5.3: Die Trainings- und geschdtzten Generalisierungsfehler in Prozent fiir ver-
schiedene Fenstergrifien und Klassifikatoren. Die jeweils linke Zahl gibt den Trainings-
fehler an, die rechte den Generalisierungsfehler, der mit zehnfacher Kreuzvalidierung

ermittelt wurde.

Tabelle 5.3 zeigt die Trainings- und geschiitzten Generalisierungsfehler? des er-
sten Bildes bei verschiedenen Blockgrofen. Diese beiden Fehler sind bei einer
Fenstergrofe von 11 x 11 Pixeln mit 0,68 % bzw. 3,17 % am geringsten. Daher
wird 11 x 11 Pixel als Fenstergrofe gewéhlt.

In dieser Fenstergrofe werden aus allen 100 Bildern jeweils alle Merkmale extra-

hiert und ein Klassifikationssubsystem mit o.g. Selektor-Klassifikator-Kombination

4geschiitzt mit zehnfacher Kreuzvalidierung
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aufgebaut. Dieses wird zum Segmentieren aller Bilder verwendet.

5.1.2.1 Segmentierung

Abbildung 5.2 zeigt neben den Originalbildern auch die Rénder der automatisch
segmentierten zentralen Quadrate. Die mittlere Segmentierungsgiite pic,, liegt bei
0,945, die Streuung o¢,, bei 0,008. Als geringster Wert fiir C'p wird 0,924 und als
grofster 0,965 ermittelt.

Abbildung 5.2: Beispielhafte Segmentierungsergebnisse. Oben die Originalbilder, un-
ten die jeweilige automatische Segmentierung. Die weiffe Umrandung kennzeichnet
die Tremngrenze zwischen den Regionen. (a) zeigt die minimale Segmentierungsgiite
(Cp =0,924), (b) die mittlere (Cp = 0,945) und (¢) die mazimale (Cp = 0,965). Die
zentralen Quadrate sind um 46,8°, 284,4° bzw. 64,8° rotiert.

Der Klassifikationsfehler des ermittelten Klassifikationssubsystems stellt den in
dieser Konfiguration minimal zu erreichenden Klassifikationsfehler dar. Er soll als

Referenz fiir den folgenden Versuch dienen.

5.1.2.2 Inkrementelle Betrachtung

Es soll untersucht werden, wie sich das System verhilt, wenn die Bilder dem

System erst nach und nach zur Verfiigung gestellt werden. Insbesondere soll er-
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mittelt werden, ob die Segmentierungsgiite mit steigender Anzahl von Trainings-
daten zunimmt. Es wird erwartet, dafl die Segmentierungsgiite anfanglich niedrig
ist und im Laufe des Lernens stets zunimmt. Fiir den Generalisierungsfehler wird
erwartet, daf er zu Beginn des Trainings hoch ist, sich aber dem Trainingsfehler
anndhern und abnehmen wird.

Die Daten werden in verschiedene Trainings- und Testsets aufgespaltet: Das erste
Trainingsset besteht nur aus dem ersten Bild. Das dazugehorige Testset besteht
aus den Bildern 2-100. Fiir das zweite Trainingsset werden die Bilder 1 und 2
verwendet; das Testset besteht entsprechend nur noch aus den Bildern 3-100,
usw. Mit jedem Trainingsset wird ein Klassifikationssubsystem (s.o.) erstellt und
auf das zugehorige Testset angewendet. Durch die Kenntnis des Datensatzes kann
berechnet werden, wie gut das jeweilige Klassifikationssubsystem der bearbeite-
ten Bilder bezogen auf die Gesamtdaten ist. Somit kann fiir diesen inkrementellen
Lernvorgang jederzeit die Giite von Klassifikationsfehler und Segmentierung be-

stimmt werden.
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Abbildung 5.3: Entwicklung von Trainings- und Testfehler fiir den J48-Klassifikator

tiber die wachsende Stichprobe. Er bezeichnet den Trainings-, Ere den Testfehler.

Abbildung 5.3 zeigt den Verlauf von Trainings- und Testfehler fiir eine steigende

Anzahl von Trainingsbildern. Wihrend die beiden Kurven anfangs noch 4,3 %
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auseinanderlagen, nihern sie sich erwartungsgeméfs immer weiter an, bis sie sich
bei 100 Bildern schlieflich treffen.

Betrachtet man die sequentielle Verarbeitung der einzelnen Bilder, so ergibt sich
bei steigender Zahl von Trainingsbildern eine bessere mittlere Segmentierungsgii-
te (s. Abb.5.4). Bei 91 Trainingsbildern zeigt sich ein Abfall beider Kurven um
3%. Der Schatzfehler E sinkt von anféanglich 0,016 bei einem Trainingsbild auf
0,0016 bei 99 Trainingsbildern.
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Abbildung 5.4: Statistik der Segmentierungsgiite. Uber die Anzahl der Trainingsbilder
aufgetragen sind der mittlere Dice-Coeffizient Cp als Maf fir die Segmentierungsgii-
te und das Verhdltnis der mittleren Segmentierungsgiite nach i gelernten Bildern Cp;
zur erreichbaren Gite Cpy. Um die Mefpunkte der Mittelwertskurve ist das jeweilige

Konfidenzintervall eingezeichnet.

In Abbildung 5.5 werden die Unterschiede der mittleren Segmentierungsgiiten
zwischen Trainings- und Testset deutlich. Im Trainingsset ist sie immer hoher als
im Testset. Die Standardabweichung liegt im Mittel bei 0,03. Die Spannweite®

von C'p des Testsets verringert sich von 0,16 auf 0,04.

5Die Spannweite ist die Differenz zwischen Maximum und Minimum
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Abbildung 5.5: Verlauf der Segmentierungsgiite beispielhaft ausgewdhlter Trainingsvor-

gange. (a) Mit dem ersten Bild trainiert und auf den folgenden getestet ergibt sich die
Kurve J48_00. (c) - (f) zeigen das Training mit 2, 11, 51, 81 und 99 Bildern und Test

auf den jeweils restlichen Bildern. Parallel zur z-Achse sind fiir Trainings- und Testset

in der jeweiligen Farbe die mittleren Segmentierungsgiiten mit aufgetragen.
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5.1.2.3 Schlufsfolgerungen aus Datensatz 2

Das System hat Segmentierungsparameter ermittelt, mit denen das vorliegende
Textursegmentierungsproblem gelost werden kann. Der mittlere Dice-Coeffizient
zeigt pro hinzugefiigter Trainingsmenge (1 bis 10 Bilder) signifikante Verédnderun-
gen: Insgesamt steigt er von 0,822 auf 0,945. Mit dem aufgebauten Klassifikati-
onssubsystem wird ein sehr gutes mittleres Segmentierungsergebnis erreicht. Das
System lernt von Bild zu Bild mehr iiber das Segmentierungsproblem. Trainings-
und Testfehler ndhern sich mit steigender Zahl von Trainingsdaten erwartungs-
gemaf aneinander an. Den gleichen Sachverhalt zeigt auch die Annidherung der
jeweiligen Mittelwertsgeraden in Abb. 5.5.

Die Generalisierungsfahigkeit steigt demzufolge mit zunehmender Trainingsmen-
ge. Dadurch wird der Abfall der Segmentierungsgiite, der beim Ubergang vom
Trainings- ins Testset auftritt, im Mittel von 0,164 auf 0,019 verringert.

Die Ergebnisse werden mit einer festen Selektor-Klassifikator-Kombination er-
stellt, die moglicherweise suboptimal ist.

Mit dem entwickelten Algorithmus werden automatisch Parameter ausgewéhlt,
mit denen sehr gute Segmentierungergebnisse erzielt werden kénnen. Dies wurde

an einem Texturproblem nachgewiesen.

5.1.2.3.1 Probleme bei 91 Trainingsbildern Das Absinken der Segmen-
tierungsgiite um 3% bei 91 Trainingsbildern (vgl. Abb.5.4) scheint durch den
verwendeten Selektor beeinflufit zu werden. Im 91. Bild ist offensichtlich Infor-
mation enthalten, die der Selektor nicht ausreichend analysieren kann. Dadurch
verwirft er einige Merkmale. Fiigt man manuell diejenigen Merkmale hinzu, die
er bei Bild Nr. 90 und Nr. 92 selektiert, so sinken Trainings- und Testfehler an
diesem Punkt auf 1,72% und 1,82 %. Der Ausreifer fiigt sich damit gut in die
Kurve ein.

Die manuelle Auswahl des Selektionsalgorithmus erzeugt im vorliegenden Fall
kein optimales Ergebnis. Mit der Blasensynthese konnte dieses Problem umgan-
gen werden®.

Das alleinige Auftreten des Problems bei diesem Bild deutet auf einen zufilligen

Die fiir die Blasensynthese benétigte Rechenzeit auf einem 2GHz PC wird auf ca. 360 h
geschétzt [46].
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statistischen Ausreifier hin. Eine Mittelung iiber die Klassifkationsfehler mit per-
mutierten Trainingsdaten wiirde eine genauere Fehlerkurve hervorbringen. Aus
zeitlichen Griinden ist diese jedoch nicht berechenbar’. Somit bleibt festzuhal-

ten, dafs ein Abwartstrend der Testfehler deutlich erkennbar ist.

5.2 Zwischenergebnis

Die Ergebnisse der beiden synthetischen Probleme zeigen, daf sich die vorgestellte
Methodik zum interaktiven Training auf Segmentierungsprobleme sehr gut eignet.
Es werden geeignete Fenstergrofen, Merkmale, Selektor- und Klassifikatorkombi-
nationen gefunden und gute Segmentierungen erzielt. Es wird angenommen, dafs
ahnlich gute Ergebnisse auch auf natiirlichen Bildern erzielt werden kdnnen. Die-
se Ergebnisse werden im folgenden beschrieben. Dabei ist anwendungsabhéngig
jeweils darauf zu achten, ob mit der Methodik eine pixelgenaue Segmentierung
generiert oder bestimmte Objekte zuverléssig detektiert werden sollen. Die Seg-
mentierungsaufgabe wird in diesen Féllen (z.B. Spiculierte Massen) wegen des

noch sehr hohen Rechenaufwands in eine Detektionsaufgabe umgewandelt.

"Eine sinnvolle Mittelung sollte wenigstens aus 10 Messungen des Klassifikationsfehlers be-

stehen. Die Rechenzeit fiir eine Messung betrigt etwa 2 Wochen.
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5.3 Spiculierte Massen

Spiculierte Massen (engl. Stellate Lesions) sind wichtige Indikatoren fiir etwa
75 % aller bosartigen Brusttumore. Sie definieren sich durch eine unférmige zen-
trale Masse, von der Gewebestringe (Spiculi) sternférmig wegfiihren [57]. Thre
automatische Erkennung ist eine der schwierigsten Aufgaben in der medizini-
schen Bildverarbeitung. Das Aussehen der Massen und insbesondere der Spiculi
variiert von Fall zu Fall, da sie auf dem Mammogramm von umliegendem Gewe-
be iiberlagert werden. In den meisten Féllen ist der menschliche Experte in der
Lage, den Tumor zu erkennen und zumindest die zentrale Masse zu markieren
(s. Abb.5.6). Eine akkurate Segmentierung ist auch dem Experten unmoglich, da

die Spiculi auch in gesundes Gewebe eindringen.

(b)
Abbildung 5.6: Réntgenmammogramme mit einer markierten Spiculierten Masse (rot).
(a) Die aufere Erscheinung der Masse unterscheidet sich optisch nur wenig von gesun-

dem Kontrollgewebe. (b) Es wird deutlich, daf§ keine vollstindige manuelle Segmentie-

rung angegeben werden kann.
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Das Ziel ist die Detektion der Spiculierten Massen, so dall die detektierten Re-
gionen zu den verfiigbaren manuellen Markierungen passen. Die Massen sollen
aufgrund der Rechenzeit und der Schwierigkeit, die Segmentierungsergebnisse zu

evaluieren, nur detektiert werden.

Im folgenden werden die verwendeten Daten und die Verarbeitung der digitalen
Mammogramme beschrieben. Die erzielten Ergebnisse werden diskutiert und mit

denen aus der Literatur verglichen.

Verwendet wird der BCRP-Teil (Breast Cancer Research Program) der DDSM-
Datenbank (Digital Database for Screening Mammography) [58]. Er besteht aus
digitalisierten Mammogrammen und deren manuellen Segmentierungen. Die Bil-
der haben eine Grofe von ~ 4000 x 8000 Pixeln@12bit und eine Auflésung von
43.53;

und in einigen Fillen auch Regionen mit Spiculi ab. Die Datenbank ist geteilt

m
T

- Die manuellen Segmentierungen decken einen Teil der zentralen Massen

in ein Trainings- und ein Testset mit 39 bzw. 40 Bildern. Aus dem Trainings-
teil konnten jedoch nur 32 Bilder fehlerfrei dekomprimiert werden. Die Bildgréfe
wurde auf 25 % reduziert, so daf 1 Pixel 174 um entspricht.

Die Bilder werden sequentiell in der vorliegenden Reihenfolge bearbeitet: Auf dem
ersten Bild definiert der Experte ROIs fiir die Lésion und gesundes Kontrollgewe-
be. Aufgrund der zu erwartenden grofen Datenmenge wird der Pixelklassifikator
nicht optimiert. Stattdessen werden wieder die bidirektionale BestFirst-Suche
und der Klassifikationsbaum J48 verwendet. Mit diesen Angaben bestimmt das
System automatisch die bendtigten Segmentierungsparameter. Statt einer pixel-
genauen Segmentierung werden hier nur alle Regionen detektiert, die zu einer spi-
culierten Masse gehoren konnten. Zu diesem Zweck wird mit der Segmentierungs-
variante ,Windowed” eine grobe Segmentierung erzeugt. Der Verschiebungsvektor
des gleitenden Fensters liegt zwischen 8 und 20 Pixeln. Diese groben Regionen
werden vom Experten begutachtet und gegebenenfalls korrigiert. Die gefundenen
Parameter werden auf das Folgebild angewendet und der Experte verfahrt wie in
Kapitel 4 beschrieben.

Mit den verwendeten Algorithmen kann ein gutes Klassifikationssystem erstellt
werden. Die Detektionsergebnisse sind in Tabelle 5.4 dargestellt. Die Detekti-
onsrate im Training liegt bei 91 % und im Test bei 70 %. Der gesamte Prozefs
der Definition der ROIs und der Uberpriifung der Zwischenergebnisse dauerte
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auf einem Pentium IV 1,6 GHz mit 1 GB RAM etwa 4h, die Berechnung der
Parameter zusétzlich ungefihr 60 h. Die Anzahl der Interaktionen lag im Mittel

bei drei pro Bild. Die Segmentierungsparameter muftten dreimal pro Bild neu

berechnet werden.

Detektions- | Klassifika- Falsch Falsch Inter- Itera-
rate fiir tionsfehler | Positive | Positive | aktionen | tionen
Léasionen (Pixel) | (Lésionen) | pro Bild | pro Bild | pro Bild
Training 91% 1.1% 267 6 3.4 2.7
Test 70% 2.4% 325 8 0 0

Tabelle 5.4: Der Klassifikationsfehler im Testfall wurde mit zehnfacher Kreuzvalidie-

rung aus 37823 Observationen a 45 lokalen Merkmalen bestimmit.

Wihrend der sequentiellen Verarbeitung der Bilder variiert die Anzahl der beno-
tigten Merkmale zwischen 1 und 12; am Ende werden 7 Merkmale als besonders
wichtig erachtet: SMean, SVar, SMin, SMax, TSumAvg, THom und TRunGLD.
Durch die inkrementelle Bearbeitung der Bilder wird eine Genauigkeit von 97 %
im Training erreicht. Nachdem das fertige Klassifikationssubsystem erstellt ist,
wird es erneut auf alle Trainingsbilder angewendet. Zwei Trainingsmassen wurden

nicht mehr detektiert, so dak sich die Genauigkeit um 6 % auf 91 % verringert.

Methode Heath [58] | Kobatake [59] | Kupinski [60] | Li [61]
TP Training | 97% (91%) | 88% kA kA kA
TP Test | 70% 86 % 92-96 % 90.4 % 70-90 %
avg. FP | 8 8 kA 1.3 1.6

Tabelle 5.5: Vergleich der Echt Positiven (True Positives (TP)) in Trainings- und

Testfall sowie der mittleren Falsch Positiven Detektionen pro Bild mit Literaturangaben.

5.3.1 Diskussion der Spiculierten Massen

Das System kann mit wenig Aufwand fiir den Benutzer erfolgreich auf die Detek-
tion Spiculierter Massen angepakt werden und zeigt eine gute Generalisierungs-
fahigkeit.
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Abbildung 5.7: Links: Das Originalmammogramm mit den vom Ezrperten definierten
ROIs fiir Lision (schwarz) und gesundes Kontrollgewebe (weif§ gepunktet). Rechts: Die

Ldsionsgrenze nach der Segmentierung.

Die Detektions- und Segmentierungsergebnisse sind subjektiv zufriedenstellend.
Eine quantitative Bewertung der Segmentierung wird als nicht sehr sinnvoll er-
achtet, da nur eine manuelle Segmentierung pro Bild zur Verfiigung steht, die in
einigen Fallen sogar unzureichend zu sein scheint. Grundsétzlich ist eine pixelge-
naue Segmentierung zur quantitativen Bewertung der Segmentierungsergebnisse
unter Beriicksichtigung des extrem hohen Rechenaufwands mdglich.

30 % der Massen des Testsets konnen nicht klar detektiert werden. Es zeigt sich,
daf diese Massenformen nicht im Trainingsset représentiert sind. Daher ist es
dem Lernalgorithmus nicht moglich, eine korrekte Generalisierung aus des Trai-
ningsdaten abzuleiten. Folglich ist das Trainingsset mit nur 33 Mammogrammen
nicht ausreichend reprisentativ fiir das Problem.

Im Vergleich mit bekannten Methoden sind die erzielten Ergebnisse dhnlich, je-

doch ist die vorgestellte Methodik nicht speziell fiir die Erkennung Spiculierter
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Massen entwickelt worden. Daher ist sie den anderen Methoden bei vergleichba-
ren Ergebnissen iiberlegen.

Obwohl die Zahl der Interaktionen und Iterationen sehr gering ist und zeigt, daft
die Ergebnisse mit wenig Aufwand erzielt werden kénnen, ist die Rechenzeit noch
sehr hoch.

Die verwendete Selektor-Klassifikator-Kombination ist nicht zwingend optimal.
Eine bessere Kombination kann die Ergebnisse noch verbessern.

In diesem Versuch wurden nur die lokalen Eigenschaften zur Segmentierung be-
nutzt. Bei Einbeziehung der Formmerkmale der Lasionen konnte die Erkennungs-

rate weiter gesteigert und die Zahl der Falsch Positiven verringert werden.
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5.4 Weitere Beispiele

Die vorgestellte Methodik wurde an vielen weiteren Bildern sehr unterschiedli-
chen Inhalts getestet. Einige dieser Beispiele werden im folgenden vorgestellt:
verschiedene synthetische Texturbilder [62, 21, 22] und natiirliche Szenen [54, 62|
aus der Literatur und dem Internet.

Im Unterschied zu den bisher gezeigten Ergebnissen sind die folgenden Daten
nicht als komplette Datensitze zu verstehen, d.h. die Bilder haben keine dhnli-
chen Inhalte und stehen auch sonst in keiner Beziehung zueinander. Jedes Bild ist
fiir sich ein abgeschlossenes Segmentierungs-/Erkennungsproblem. Insbesondere
entstehen Trainingsdaten nur aus jeweils einem Bild; Testdatensatz ist der Rest
des Bildes selbst. Die gefundenen Parameter sind fiir andere der folgenden Bilder
im allgemeinen nicht nutzbar.

Ein Klassifikationssubsystem aus bidirektionalem BestFirst-Selektor und J48-
Baumklassifikator hat sich in der Praxis als akzeptabler und schneller Ansatz
erwiesen und wird daher fiir die folgenden Beispiele eingesetzt.

Zur besseren Darstellung wurden die Rinder der Segmentierungen dilatiert und
iiber das Originalbild gelegt. So kann ein rein visueller Eindruck der Segmentie-

rungsqualitdt gewonnen werden.

5.4.1 Kaumuskeln

Hierbei handelt es sich um zwei Schichtbilder aus einem T1-gewichteten MRT-
Datensatz des menschlichen Schiidels. Es liegen manuelle Segmentierungen einer
Expertin von Kaumuskulatur und Unterkieferknochen vor (s.Abb. 5.8 & 5.9). Ziel
ist es, Parameter zu finden, die die manuelle Segmentierung moglichst gut repro-
duzieren. Da in den Datensédtzen Kieferknochen, zwei Muskeln und Hintergrund
zu finden sind, werden Mehrklassenprobleme (bis zu vier Klassen) untersucht.
Der Knochen ist fiir die Expertin zusétzlich von Interesse, daher werden auch die
2-Klassen-Probleme (Knochen und Hintergrund (incl. Muskel)) betrachtet.
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5.4.1.1 Datensatz 1

In diesem Datensatz sind ein Muskel, Knochen und Hintergrund abgebildet (vgl.
Abb.5.8 (a)). Betrachtet man zunéichst das 3-Klassen-Problem der Trennung von
Knochen und Muskel zum Hintergrund ergibt sich eine gewihlte Fenstergrofe
von 64 x 64 Pixeln bei einem Trainings- bzw. Generalisierungsfehler von 0,25 %
bzw. 1,15%. Die ermittelten Merkmale waren TMaxProb, TCorr, TSumAvg,
TDiffVar, TIMCorr2, TClustShade, SMean, SMin, SMax, SModeGV und SMed.
Als 2-Klassen-Problem der Trennung von Knochen zum Hintergrund ergibt sich
eine Fenstergrofte von 16 x 16 Pixeln, Trainings- bzw. Generalisierungsfehler von
0,45 % bzw. 0,85 % und die Merkmale SMean, SMin, SModeGV, SMed.

Klassen | Auflosung | Anzahl Fehler Ch Ch
Merkmale (Er ; Eg) Knochen | Muskel

3 64 x 64 12 0,25% ; 1,15% 0,992 0,993

2 16 x 16 4 0,45% ; 0,85 % 0,959 k.A.

Tabelle 5.6: Die ermittelte Auflosung, die Zahl der verwendeten Merkmale und der
Dice-Coeffizient fir die Klassen Knochen und Muskel.

Abbildung 5.8: Uberlagerte Segmentierungen von Knochen (unten) und Kaumuskelge-
webe (oben) iber das Originalbild. (a) Manuelle Segmentierung. (b) Automatische Seg-
mentierung. (¢) Automatische Segmentierung mit Parametern des 2-Klassen-Falls. (d)

Segmentierung mit Fenstergrofie und Merkmalen aus (b) und adaptiertem Klassifikator.
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5.4.1.1.1 Fazit Fiir beide Probleme werden geeignete Parameter gefunden
und sehr gute Segmentierungsergebnisse erzielt. Verwunderlich sind der um 0,2 %
bis 0,3 % grokere Trainings- und Generalisierungsfehler im 2-Klassen-Fall: Durch
das Zusammenfassen zweier Klassen sollte das Klassifikationsproblem eigentlich
vereinfacht werden. Der Selektor scheint nicht in der Lage zu sein, dies zu er-
kennen. Dies zeigt sich in den unterschiedlichen Merkmalsmengen. Die Textur-
merkmale finden keine Beachtung mehr. Auch die Segmentierungsergebnisse sind
im 2-Klassen-Fall deutlich schlechter; der C'p ist 0,033 verringert. Eine manuelle

Anpassung der Auflosung und der Merkmale verbessert die Ergebnisse deutlich:

Klassen | Auflosung | Anzahl Fehler Ch Ch
Merkmale (Er ; Eg) Knochen | Muskel
2 | 64x64 | 12 [014%;:072%| 0991 | KA.

Tabelle 5.7: Die eingestellte Auflosung, die Zahl der verwendeten Merkmale und der
Dice-Coeffizient fir die Klassen Knochen und Muskel.

Trainings- und Generalisierungsfehler von 0,14 % bzw. 0,72 % liegen nun erwar-
tungsgemél unter denen des 3-Klassen-Falls. Mit ihnen 14t sich ein C'p von 0, 991
erzielen. Die zugehorige Segmentierung ist in Abb. 5.8 (d) abgebildet.

Die feste Auswahl des Selektors war in diesem Fall ungeeignet, da ein anderer
Selektor — in diesem Fall ein ,manueller” Selektor — deutlich bessere Ergebnis-
se erzielt. Die Verwendung der Blasensynthese konnte eine bessere Kombination

hervorbingen®, mit der auch der Cp auf iiber 0,992 steigen konnte.

5.4.1.2 Datensatz 2

In diesem Datensatz sind zwei Muskeln, ein Knochen und Hintergrund abge-
bildet (vgl. Abb.5.9 (a)). Betrachtet man zunichst das 4-Klassen-Problem der
Trennung von Knochen und der zwei Muskelgruppen zum Hintergrund ergab
sich eine gewihlte Fenstergrofe von 64 x 64 Pixeln bei einem Trainings- bzw.
Generalisierungsfehler von 0,25 % bzw. 1,15%. Die ermittelten Merkmale wa-
ren TMaxProb, TCorr, TSumAvg, TDiffVar, TIMCorr2, TClustShade, SMean,

8 Aufgrund der hohen Zahl an Observationen von ca. 50.000 pro Datensatz wird die Berech-

nungsdauer auf etwa 235 h geschitzt [46]
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SMin, SMax, SModeGV und SMed.

Als 2-Klassen-Problem der Trennung von Knochen und Hintergrund (incl. der
Muskeln) ergab sich eine Fenstergrofe von 64 x 64 Pixeln, ein Trainings- bzw.
Generalisierungsfehler von 0,12 % bzw. 0,56 % und die Merkmale TCorr, TSu-
mAvg, TIMCorrl, TRIPerc, SMean, SMin, SKurt, SVarCoeff.

Klassen | Auflésung | Anzahl Fehler Cp aCp
Merkmale (Er; Eg) Knochen | Muskeln

4 32 x 32 10 0,32% ;1,34 % 0,993 0,990

64 x 64 8 0,12% ; 0,56% | 0,991 KA.

Tabelle 5.8: Die ermittelte Auflosung, die Zahl der verwendeten Merkmale und der
Dice-Coeffizient fiir die Klassen Knochen und Muskel 1 € 2.

Abbildung 5.9: Uberlagerte Segmentierungen von Knochen (unten) und Kaumuskel-
gewebe (oben) dber das Originalbild. (a) Manuelle Segmentierung. (b) Automatische
Segmentierung. (c) Automatische Segmentierung mit Parametern des 2-Klassen-Falls.

(d) Automatische Segmentierung mit Parametern aus (b) und adaptiertem Klassifikator.

5.4.1.2.1 Fazit Fiir beide Probleme werden geeignete Parameter gefunden
und sehr gute Segmentierungsergebnisse erzielt. Trainings- und Generalisierungs-
fehler sind im 2-Klassenfall um 0,2 % bis 0,78 % geringer. Ein besseres Segmen-

tierungsergebnis wird jedoch nicht erreicht. Der Grund hierfiir wird wieder im
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Selektor gesucht, da die Anzahl der Merkmale und die resultierende Fenstergrofe
verdndert wurden. Eine manuelle Anpassung der Auflosung und der Merkmale
verbessert zwar Trainings- und Generalisierungsfehler deutlich, jedoch das Seg-

mentierungsergebnis nicht mefbar:

Klassen | Auflésung | Anzahl Fehler Cp aCp
Merkmale (Er; Eg) Knochen | Muskeln
2 | 32x32 [ 10 [009%;038%| 0991 | KA.

Tabelle 5.9: Die eingestellte Auflosung, die Zahl der verwendeten Merkmale und der
Dice-Coeffizient fiir die Klassen Knochen und Muskel 1 € 2.

Trainings- und Generalisierungsfehler von 0,09 % bzw. 0, 38 % liegen erwartungs-
geméf unter denen des 4-Klassen-Falls. Mit ihnen 1dft sich ein Cp von 0,991
erzielen. Die zugehorige Segmentierung ist in Abb. 5.9 (d) abgebildet.

Die feste Auswahl des Selektors wirkte sich in diesem Fall nicht negativ auf die
Segmentierungsgiite aus, obwohl der Klassifikationsfehler deutlich geringer wur-
de. Dies zeigt, dals der Klassifkationsfehler keine direkte Schlufsfolgerung auf die

Segmentierungsgiite zuléfst.

5.4.1.3 Gemeinsame Betrachtung

Neben der isolierten Betrachtung des jeweiligen Datensatzes wird auch unter-
sucht, welche Ergebnisse bei einer inkrementellen Bearbeitung der Daten erzielt
werden konnen. Dazu werden die Parameter des 2-Klassen-Falls von Datensatz 1
auf Datensatz 2 angewendet und die Segmentierungsqualitit gemessen. Danach
wird ein gemeinsamer Parametersatz fiir beide Bilder gemeinsam erstellt und wie-
derum die Segmentierungsqualitit gemessen. Verwendet man die Parameter des
ersten Datensatzes zur Segmentierung des zweiten, so sind die Ergebnisse sehr
schlecht. Der Dice-Coeffizient liegt bei nur 0,525.

Trainiert man mit beiden manuellen Segmentierungen, ergeben sich Trainings-
und Generalisierungsfehler von 0,22 % bzw. 0,83 %. Wendet man die gefundenen
Parameter auf beide Bilder an, so ergibt sich fiir Datensatz 1 ein Cp von 0,984

und fiir Datensatz 2 ein C'p von 0,993.
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Auflésung | Anzahl Fehler Cp Knochen
Merkmale (E7 ; Eg) (Bild1 ; Bild2)
64x64 | 7T | 022%;083% | 0,984 ;0,993

Tabelle 5.10: Die ermittelte Auflésung, die Zahl der verwendeten Merkmale und der
Dice-Coeffizient fiir die Klasse Knochen.

Abbildung 5.10: Uberlagerte Segmentierungen von Knochen (unten) und Kaumuskelge-
webe (oben) iber das Originalbild. (a) & (b) Manuelle und automatische Segmentierung
von Datensatz 1. (¢) & (d) Manuelle und automatische Segmentierung von Datensatz

2.

5.4.1.4 Fazit Kaumuskeln

Das System ist in der Lage, Parameterséitze zu finden, mit denen die manuellen
Segmentierungen in hohem Mafe reproduziert werden kénnen. Das Ziel des Ex-
periments wird damit erreicht.

Fiir Datensatz 1 gilt, dalt die Qualitdt der automatisch ermittelten Parameter
im 3-Klassen-Fall hoher als bei nur zwei betrachteten Klassen ist. Fiir den 2-
Klassen-Fall wird eigentlich erwartet, daf die Klassifikationsergebnisse besser als
im 3-Klassen-Fall werden, da zwei Klassen zusammengefaft werden. Der verwen-
dete Selektionsalgorithmus ist nicht optimal. Die manuelle Auswahl der Parame-
ter bringt neben deutlichen Verbesserungen des Klassifikationsergebnisses auch
eine hohere Segmentierungsgiite.

Bei Datensatz 2 zeigt sich ein dhnliches Bild. Im 2-Klassen-Fall werden uner-
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warteterweise andere Parameter gefunden als im 4-Klassen-Fall — obwohl drei
Klassen zusammengefalst werden. Hierbei sind die Unterschiede der Segmentie-
rungsergebnisse jedoch nicht mefbar. Ein besseres Klassifikationsubsystem kann
mit den zur Verfiigung stehenden Algorithmen nicht gefunden werden.

Die Anwendung der Parameter von Datensatz 1 auf Datensatz 2 ergibt eine stark
verminderte Segmentierungsgiite von Cp = 0,525 fiir den Knochen. Ein einzel-
nes MRT-Bild ist nicht reprisentativ fiir die Problemstellung. Wird das zweite
MRT-Bild in das Training miteinbezogen, kann eine mittlere Segmentierungsqua-
litdt von Cp = 0,989 erreicht werden. In Anlehnung an die bereits betrachteten
Datensitze (vgl. Abschnitte 5.1 und 5.3) wird erwartet, daf sich die Ergebnisse

bei groferen Trainings- und Testdaten dhnlich gut verhalten.

5.4.2 Diverse Bilder

Die im folgenden Abschnitt verwendeten Bilder stammen aus der Literatur und
dem Internet [21, 22, 54, 62]. Jedes stellt fiir sich ein Segmentierungs-/Muster-
erkennungsproblem dar. Zwischen den Bildern besteht kein Zusammenhang.

Fiir jedes Bild wird wenigstens eine ROI pro Klasse manuell definiert. Die Anzahl
der Observationen betrédgt (wenn moglich) 100 pro Klasse. Verfahren wird wie in
Kapitel 4 beschrieben mit einer bidirektionalen BestFirst-Suche und dem J48-
Klassifikator. Fiir die Bilder existieren keine Referenzsegmentierungen, daher
kann die Segmentierungsgiite nur visuell evaluiert werden. Die Abbildungen 5.11 —
5.15 zeigen jeweils das Originalbild mit den manuell definierten ROIs fiir Objekt
(weift) und Hintergrund (schwarz) sowie der automatischen Segmentierung.

Die Segmentierungsergebnisse reichen rein visuell betrachtet von sehr gut (siehe
Abb.5.11 — 5.13) bis mangelhaft (siehe Abb.5.14 — 5.15). Stellenweise zeigen sich

starke Artefakte etwa in Form kompletter Fehlsegmentierungen.

5.4.2.1 Fazit

Es zeigt sich, dat das System mit wenig Aufwand Parameter fiir sehr gute
Segmentierungen, insbesondere fiir synthetische Texturbilder bestimmen kann.
Gleichzeitig gibt es Bilder, bei denen keine sinnvollen Segmentierungsergebnisse

erzielt werden kdnnen. Aufgrund fehlender Referenzsegmentierungen konnen kei-
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ne quantitativen Vergleichsmafte berechnet werden.

Segmentierungsprobleme treten besonders bei Bildbereichen auf, in denen die
Objektgrenzen auch mit dem Auge schwer zu erkennen sind, aber auch dann,
wenn sich Objekt und Hintergrund sehr &hnlich sehen. Es wird vermutet, dafs
die zur Verfiigung stehenden Merkmale oder ihre Kombination nicht ausreichen,
um das Problem angemessen zu beschreiben [35]. Bessere Merkmale kénnten
hier Abhilfe schaffen; genauso konnte jedoch eine bessere Selektor-Klassifikator-
Kombination zu besseren Ergebnissen fiihren. Inwiefern gefundene Parameter fiir
ahnliche Bilder nutzbar sind, kann aufgrund der beschriankten Menge von Daten
nicht untersucht werden. Im Hinblick auf die vorangegangenen Untersuchungen
kann angenommen werden, daf das System dazu genutzt werden kann, komplette
Bilddatensatze mit ahnlichem Inhalt wie die Untersuchten inkrementell zu lernen

und im Mittel gut zu segmentieren.
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Abbildung 5.11: Beispiele fiir gute Segmentierungen synthetischer Objekte. (Paarweise
abgebildet) Jeweils links: Die synthetischen Texturbilder mit ROIs fiir Objekt (weifl) und

Hintergrund (schwarz). Jeweils rechts: Die Grenzen der automatischen Segmentierungen

(weif).
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Abbildung 5.12: Beispiele fiir gute Segmentierungen synthetischer Objekte. (Paarweise
abgebildet) Jeweils links: Die synthetischen Texturbilder mit ROIs fiir Objekt (weifl) und

Hintergrund (schwarz). Jeweils rechts: Die Grenzen der automatischen Segmentierungen

(weif).
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Abbildung 5.13: Beispiele fiir gute Segmentierungen natiirlicher Objekte. (Von oben
nach unten) Links: Das urspringliche Bild eines Frosches auf Moos, eines Eichhorn-
chens auf einer Wiese, eines Leopard im Dschungel und eines getarnten Eichhdrnchens
am Baum. ROIs fir Objekt (weify) und Hintergrund (schwarz). Rechts: Die Grenzen der

automatischen Segmentierungen (weiff).
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(b) (c) (d)

Abbildung 5.14: Beispiele fiir schlechte Segmentierungen synthetischer Objekte. (Paar-

weise abgebildet) Jeweils links: Die synthetischen Texturbilder mit ROIs fir Objekt

(weif) und Hintergrund (schwarz). Jeweils rechts: Die Grenzen der automatischen Seg-

mentierungen (weif).

Abbildung 5.15: Beispiele fiir schlechte Segmentierungen natiirlicher Objekte. (Von
oben nach unten) Links: Das urspringliche Bild einer Stadt am Meer und eines Flug-

zeugs uber einer Grofstadt. ROIs fiir Objekt (weiff) und Hintergrund (schwarz). Rechts:

Die Grenzen der automatischen Segmentierungen (weifl).
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5.4.3 Die Berkeley Bilddatenbank

Diese Datenbank besteht aus etwa 12.000 manuellen Segmentierungen, die von
30 Menschen fiir 1.000 Bilder des Corel-Datensatzes durchgefiihrt wurden. Diese
Segmentierungen wurden als empirische und wissenschaftliche Grundlage fiir die
Forschung an Segmentierung und Detektion von Regionenkanten [54] erstellt. Zur
Hilfte waren die Bilder farbig, zur anderen Hélfte in Graustufen. Frei verfiighar
waren 300 Bilder, davon sind 200 zum Training und 100 zum Test vorgesehen.
Jedes Bild der Datenbank wurde von verschiedenen Personen segmentiert, wes-
halb die Kanten der Regionen — und auch die Regionen selbst — nicht einheitlich
sind. Daher wurden die Kanten als Wahrscheinlichkeiten interpretiert: Je mehr
Menschen dieselbe Kante zwischen zwei Regionen zeichneten, desto wahrschein-
licher war sie eine Kante. Trotzdem war jede eingezeichnete Kante bzw. Region
giiltig.

Die Datenbank ist vornehmlich dazu erstellt worden, kantenorientierte Ansétze
miteinander zu vergleichen, bei denen nicht nur Objektkanten interessant sind.
Vielmehr sollen alle Kanten, die von menschlichen Segmentierern markiert wer-
den, auch automatisch auffindbar sein. Trotzdem werden Teile der vorliegenden
Datenbank verwendet, weil sie eine grofe Vielzahl natiirlicher Szenen abdecken
und damit Aufschluf auf die vielfaltigen Anwendungsmoglichkeiten der vorge-

stellten Methodik liefern konnten.

Die von den Entwickler der Datenbank vorgeschlagene Bewertung eines Seg-
mentierungsalgorithmus ging davon aus, dafs der Algorithmus ebenfalls Wahr-
scheinlichkeiten fiir jedes Pixel ausgibt, zu einer Kante zu gehoren. Hierin lag die
Schwierigkeit, die Ergebnisse des in dieser Arbeit entwickelten Algorithmus mit
der Datenbank zu vergleichen. Das System produzierte mit den meisten Klas-
sifikationssystemen eine bindre Kante, d.h. ein Pixel gehorte entweder zu einer
Kante oder nicht. Das Bewertungsmaf der Datenbank konnte daher nicht zum
Einsatz kommen.

Es werden nur 2-Klassenprobleme betrachtet. Die menschlichen Segmentierungen
wurden als Entscheidungshilfe verwendet, welches Objekt das System vordergriin-
dig segmentieren sollte. Mit einfachen ROIs wurden Teile der entsprechenden Ob-

jekte ausgewidhlt und seitens des System eine Segmentierung vorgeschlagen.
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(d)
Abbildung 5.16: (a) Das Originalbild mehrerer Zebras. (b) Die menschlichen Segmen-
tierungen. Dieses Bild konnte nicht verwendet werden, weil das Objekt Zebra nicht ein-
zeln vor dem Hintergrund erscheint. Die Fliachen mit Zebramuster konnten als Ganzes
sehr gut identifiziert werden (c¢) Das Originalbild eines Schmetterlings. (d) Die mensch-
lichen Segmentierungen. Dieses Bild konnte nicht verwendet werden, weil das Objekt
Schmetterling tibersegmentiert war. Je hoher der Grauwert einer Kante in (b) und (d),

von desto mehr Segmentierern wurde sie eingezeichnet.

Zur Bewertung der Segmentierungsgiite wurden die manuellen segmentierten Re-
gionen iiberlagert und der Dice-Coeffizient mit der automatischen Segmentierung
berechnet. Es konnten nur solche Bilder beriicksichtigt werden, bei denen das ei-
gentliche Objekt als Ganzes und nicht von allen Menschen zerstiickelt segmentiert
war (vgl. Abb.5.16(d)). Auferdem sollten die Objekte voneinander getrennt sein,
da der Segmentierer nicht darauf ausgelegt ist, aneinander grenzende gleiche Ob-
jekte zu trennen (vgl. Abb. 5.16(b)). Weiterhin sollte, méglichst viel Abstand der
Objekte zum Bildrand gegeben sein, anderenfalls kénnen Objektteile aufgrund
der Fensterung fehlen (vgl. Abb.5.16(d)). Es konnen daher nur 35 Bilder der Da-

tenbank verwendet werden. Die Abbildungen 5.17 und 5.18 zeigen Beispiele von
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Bildern aus der Datenbank sowie deren manuelle und automatische Segmentie-

rungen. In Tabelle 5.11 ist eine statistische Auswertung der Ergebnisse zu finden.

Abbildung 5.17: Trainingsdaten. Gezeigt werden diejenigen Bilder, die der minima-
len (erste Zeile), mittleren (zweite Zeile) und mazimalen (dritte Zeile) automatischen
Segmentierungsgiite entsprechen. (a),(d),(g) Originalbilder. (b),(e),(h) Dem Bild iberla-
gerte menschliche Segmentierungen. (c),(f),(i) Dem Bild iberlagerte automatische Seg-

mentierungen.

Die mittlere Segmentierungsgiite des Gesamtdatensatzes liegt bei 0, 818 bei einer
Streuung von 0, 105 und einer Schatzgiite von 0, 018. Auch visuell betrachtet sind
die Segmentierungen im Mittel gut bis sehr gut. Einige Bilder konnen nur mittel
bis sehr schlecht segmentiert werden. Zwischen dem Trainings- und dem Testset
gibt es Unterschiede (vgl. Tab.5.11). Der Mittelwert des Trainingssets ist mit
0,823+0, 02 nicht signifikant hoher als der des Testsets mit 0, 80010, 03. Minimale

und maximale Segmentierungsqualitdt werden nur im Trainingsset erreicht, dafiir
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(1)

Abbildung 5.18: Testdaten. Gezeigt werden diejenigen Bilder, die der mittleren (erste

Zeile), minimalen (zweite Zeile) und mazimalen (dritte Zeile) automatischen Segmen-
tierungsgite entsprechen. (a),(d),(g) Originalbilder. (b),(e),(h) Dem Bild tberlagerte
menschliche Segmentierungen. (c),(f),(i) Dem Bild iberlagerte automatische Segmen-

tierungen.

ist die Spannweite im Testset halb so grof wie im Trainingsset.

5.4.3.1 Diskussion Berkeley

An 36 Bildern der Berkeley Datenbank konnte gezeigt werden, dafs mit der vor-
gestellten Methodik im Mittel zufriedenstellende Segmentierungsergebnisse von
Cp = 0,8227 erzielt werden konnen. Die hohe Spannweite von 0,5128 ist ein
deutlicher Hinweis darauf, daf die verwendeten Merkmale oder Klassifikations-
subsysteme nicht immer gut geeignet waren, die Segmentierungsprobleme zu be-

schreiben. Bessere Merkmale oder Selektor-Klassifikator-Kombinationen konnten
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Gesamt | Trainingsset | Testset
Mittelwert 0,8177 0,8227 0,8001
Streuung s 0,1049 0,1093 0,0921
Minimum 0,4531 0,4531 0,6652
Maximum 0,9659 0,9659 0,9482
Spannweite 0,5128 0,5128 0,2830
Schéitzfehler 0,0175 0,0207 0,0325
Anzahl Bilder 36 28 8

Tabelle 5.11: Statistik der Segmentierungsergebnisse fiir den Gesamtdatensatz, das

Trainings- und Testset.

hier Abhilfe schaffen [35].
Die Beschrankung der Methodik auf primér 2-Klassen-Probleme hat zur Folge,

dafs nicht alle Bilder verwendet bzw. zur Evaluierung herangezogen werden.

5.5 Zusammenfassung

In diesem Kapitel wurde anhand von kiinstlichen und natiirlichen Daten empi-
risch gezeigt, welche Segmentierungsergebnisse mit der vorgestellten Methodik
erreicht werden konnen.

Mit zwei kiinstlichen Datensétzen wurden sowohl die Bestimmung geeigneter Pa-
rameter als auch das inkrementelle Lernen fiir die Segmentierung iiberpriift. Die
positiven Ergebnisse liefsen auf vielversprechende Segmentierungsergebnisse fiir
natiirliche Bilder hoffen. Diese Hoffnung hat sich in vielen Féllen erfiillt, wie die
Beispiele der Detektion von Spiculierten Massen und zahlreiche Segmentierung-
probleme aus der Literatur veranschaulichen. In einigen Féllen hingegen konnten
keine guten Ergebnisse erzielt werden. Die Griinde hierfiir werden in der fiir die
Beispiele verwendeten fest eingestellten Selektor-Klassifikator-Kombination ver-
mutet. Der Einflufl der Selektion liefs sich am Beispiel der Kaumuskeln (Daten-
satz 1) nachweisen. Eine manuelle Korrektur der Merkmalsselektion resultierte in
deutlich verbesserten Ergebnissen. Die mit der Blasensynthese ermittelten Klassi-

fikationssubsysteme fiir zwei synthetische Datensétze zeigen, daf dieses Problem
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vermeidbar ist. Allerdings konnen sich die begrenzte Zahl und Méchtigkeit der
verwendeten Merkmale, Selektoren und Klassifikatoren nachteilig auf die Ergeb-
nisse auswirken.

Die Giite der Segmentierung ist stark von den benutzerdefinierten ROIs abhéngig.
Daher sollten die Inhalte der ROIs représentativ fiir die zu trennenden Bildinhalte

sein.



Kapitel 6

Diskussion und Ausblick

Das Ziel dieser Arbeit war es, dem menschlichen Experten ein System zur Verfii-
gung zu stellen, welches er mit wenig Aufwand auf die selbsttétige und zuverlas-
sige Erkennung von Objekten auf digitalen Bildern trainieren kann.

Es wurde ein interaktiv lernendes System entwickelt und implementiert, das vor-
nehmlich aus einem adaptiven Segmentierungsalgorithmus besteht. Es wihlt au-
tomatisch geeignete Parameter aus, so daf die Segmentierungsergebnisse den An-
forderungen des Experten gerecht werden. Mit dem vorliegenden System wird das
Ziel erreicht. Dies konnte an zwei kiinstlichen und drei natiirlichen Datensétzen

sowie zahlreichen weiteren Einzelbildern gezeigt werden.

6.1 Die adaptive Segmentierung

Die Hauptannahme bestand darin, daf gute Mustererkennungsergebnisse auf ei-
ner guten Segmentierung beruhen. Daher beschrénkt sich diese Arbeit auf die
Entwicklung einer adaptiven Segmentierung. Weiterhin wurde angenommen, daf
Objekte und Bildhintergrund in einer anwendungsspezifischen Form homogen
sind und sich diese Homogenitat durch entsprechende Parameter beschreiben laft.
Um die Adaptivitit zu erreichen und die Beschrankungen bekannter Methoden
zu iiberwinden, wurde ein automatisch generiertes Klassifikationssubsystem zur
Segmentierung und ein Feedback zur Bildverarbeitungskette hinzugefiigt und ein
frei konfigurierbares Parameterset beliebiger Grofie verwendet. Das Parameterset

besteht aus lokalen Merkmalen und einer geeigneten Kombination von Merkmals-



80 KAPITEL 6. DISKUSSION UND AUSBLICK

selektor und Klassifikator.

Zur Zeit sind etwa 45 verschiedene lokale Merkmale implementiert, die in den
meisten Fillen ausreichend gute Ergebnisse liefern. Mit nur 45 Merkmalen kon-
nen keine guten Segmentierungen fiir jedes beliebige Problem garantiert werden.
Bei schlechten Ergebnissen sind moglicherweise weitere Merkmale zur Verbesse-
rung notig [35].

Mit der vorgestellten Methodik kann jedes beliebige lokale Merkmal verwendet
werden. Die Merkmalsselektions- und Klassifikationsalgorithmen waren fiir viele
der vorgestellten Probleme fest auf eine bestimmte Kombination eingestellt. In
der verwendeten Software ICE steht jedoch ein breites Spektrum von zur Zeit et-
wa 100 Selektoren und 50 Klassifikatoren zur Verfiigung [45]. Eine Methode, die
eine gute Kombination aus beiden in sinnvoller Zeit auffindet, wurde von Miiller
et al. [46, 50| vorgestellt und kann mit nur geringem Implementierungsaufwand
in das System eingefiigt werden.

Momentan liegt die Zeit, die zur Berechnung der Parameter aus 200 Observatio-
nen benotigt wird, d.h. die Extraktion der Merkmale, ihre Selektion und Klassi-
fikation, bei bis zu 10 Minuten. Sie ist abhéngig von der Zahl der Observationen
und der Komplexitit des Klassifikators. Die Zeit fiir die Segmentierung eines
Bildes betrigt bis zu 20 Minuten!. Die Verteilung der Berechnungen auf einem
GRID konnte einen deutlichen Geschwindigkeitsvorteil erzielen.

Das System wurde auf kiinstlichen und natiirlichen Datensédtzen unterschiedlicher
Inhalte getestet. Die Segmentierungsqualitit ist bei rein visueller Betrachtung in
vielen Féllen sehr gut. Da die perfekte Segmentierung meist nur von syntheti-
schen Bildern bekannt ist, wird der geschitzte Generalisierungsfehler als Evaluie-
rungskriterium fiir die Zuordnung einzelner Pixel zu den verschiedenen Regionen
verwendet. Der geschitzte Generalisierungsfehler ist das einzig gute Kriterium,
das Klassifikationssubsystem zu bewerten, wihrend die Giite der Segmentierung
damit nicht eindeutig zu bestimmen ist. Daher wird in den Féllen, in denen die
Segmentierung bekannt ist, der Dice-Coeffizient vorgezogen.

Als Endergebnis liegt eine JAVA-Implementierung der vorgestellten Methodik

vor. Die Implementierung folgt dem komponentenbasierten Konzept von ICE [46|

LFiir ein 400 x 400 Pixel grofes Bild und 40 zu berechnende Merkmalen auf einem Standard-
PC mit 3 GHz und 1 GB RAM.
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und ist vollstdndig in ICE eingebettet. Dadurch konnen neue in ICE integrierte
Selektions- und Klassifikationsalgorithmen von der vorgestellten Methodik ohne
zusitzlichen Aufwand genutzt werden.

Eine einfache Version der Software konnte als ,Webservice” iiber das Internet zu-
ganglich gemacht werden. Mit diesem konnten Benutzer weltweit eigene Bilder

testen, ohne die Methodik reimplementieren zu miissen.

6.2 Einschrinkungen

Fiir den menschlichen Experten wurde ein komfortabler Weg aufgezeigt, durch
das interaktive Prasentieren von Beispielen und Gegenbeispielen ein Trainingsset
plausibler Gréfse und Représentativitit zu erstellen und das System mit einer ge-
wissen Fehlerrate auf bestimmte Anwendungen zu adaptieren. Die Performance
des Systems kann iterativ verbessert werden, indem weitere Beispiele zur Verfii-
gung gestellt werden.

Das vorgestellte Verfahren funktioniert nur dann, wenn die innere Homogeni-
tiat der Objekte mit den zur Verfiigung stehenden Merkmalen modelliert werden
kann. Dabei ist offensichtlich, daf ein Training des Klassifikationssubsystems auf
die innere Homogenitit der Regionen zur Folge haben kann, daf die erkannten
Grenzen nicht zwingend die wahren Regionsgrenzen widerspiegeln miissen. Dies
kann verhindert werden, indem explizit die Regionsgrenzen trainiert werden, z.B.
durch die Auswahl aneinander grenzender Beispiele aus verschiedenen Klassen.
Auch werden die Merkmale derzeit nicht rotationsinvariant berechnet. Dies kann
erreicht werden, indem die quadratischen Fenster durch Kreise ersetzt werden.
Eine Kombination aller Berechnungsformen kénnte weitere Verbesserungen nach
sich ziehen, da auf diese Weise mehr Merkmale zur Verfiigung stehen, wodurch
sich die Wahrscheinlichkeit erhoht, ein geeignetes Merkmal zu finden. Der Re-
chenaufwand stiege dadurch jedoch stark an.

Die letztendliche Fenstergrofe wird auf genau eine Grofe beschriankt. Die Kom-
bination verschiedener Merkmale in verschiedenen Fenstergrofen? kénnte die Er-
gebnisse weiter verbessern. Der Rechenaufwand steigt dadurch ebenfalls stark

all.

27.B. der Mittelwert in einem 3 x 3 und die Kovarianz in einem 7 x 7 Pixel grofen Fenster
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Zur Zeit werden Merkmale nur von Grauwertbildern berechnet. Die Methodik
ist darauf angelegt, mit beliebigen Merkmalen umzugehen, daher konnen auch
Merkmale von Farbbildern verwendet werden.

Die Segmentierungsergebnisse sind sehr stark von den benutzerdefinierten ROIs
abhéngig. Der Benutzer muf ROIs definieren, die reprisentativ fiir die zu tren-
nenden Bereiche sind. Anderenfalls kénnen die Segmentierungsergebnisse unzu-
reichend sein. Insbesondere sollte der Benutzer davon Abstand nehmen, explizite
Fehlinformationen in das System einzubringen. Die Auswirkungen wéren in je-
dem Fall hohe Klassifikationsfehler. Prinzipiell ist es moglich, den Benutzer darauf
hinzuweisen, sobald er eine Region des Bildes einmal als Objekt und ein anderes
Mal als Hintergrund markiert. Dies wurde jedoch nicht implementiert, da immer
davon ausgegangen wird, dak der Experte an der Losung des vorliegenden Pro-
blems interessiert ist und explizite Fehleingaben daher vermeidet.

In dieser Arbeit wurden nur zweidimensionale Ergebnisse gezeigt. Die Methodik
funktioniert auch im Dreidimensionalen, indem statt eines Rechtecks ein Kubus
als ROI definiert wird.

Das entwickelte System verarbeitet die Bilder iterativ. Anderungen an der Seg-
mentierung bereits verarbeiteter Bilder, die durch noch zu bearbeitende Bilder
verursacht werden und einen Korrektureingriff erfordern kénnten, werden mo-
mentan noch nicht beriicksichtigt. Hier sei darauf verwiesen, daf eine gute Gene-
ralisierungsfihigkeit nicht bedeutet, daf jedes Bild gut segmentiert ist, sondern
dak die Segmentierungsqualitdat im Mittel iiber den gesamten Datensatz gut ist
(average best fit). Dabei ist schwer absehbar, nach wievielen Beispielen der Lern-
vorgang eingestellt werden kann und die Verteilung der gesammelten Observatio-
nen reprasentativ genug ist, um als Grundgesamtheit zu fungieren. Nimmt man
an, dak die Grundgesamtheit normalverteilt ist, so kann mit einer statistischen
Konfidenzanalyse (vgl. Formel 4.3) die Giite der Schéitzung berechnet werden.
Die parallele Verarbeitung der Bilder ist das entscheidende Mittel, um die Verar-
beitungsgeschwindigkeit zu erhhen. Die Methode ist wegen der eventorientierten

Bearbeitung sehr leicht parallelisierbar.
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6.2.1 Einschriankung durch die Implementierung

Die Implementierung der vorgestellten Methodik in der Komponentensoftware
ICE ist nicht nur von Vorteilen gekennzeichnet. Da eine Komponentensoftware
darauf basiert, daft eine Komponente genau eine Funktionalitit hat, sind komple-
xe Vorginge schwierig zu handhaben. Als Beispiel sei hierfiir die interaktive Vi-
sualisierung genannt, bei der ein Bild oder Volumen visualisiert und dabei editiert
wird. In einer Komponentensoftware ist dies strikt getrennt: Eine Komponente
visualisiert, eine andere gestattet das Editieren. Damit ist die Kommunikation
zwischen zwei Komponenten nur iiber Datenpfade moglich. Eine direkte Kom-
munikation gibt es nicht.

Diese Hindernisse wurden in der vorliegenden Implementierung ignoriert und teil-
weise mehrere zusammengehorende Funktionalitdten in einer Komponente kom-
biniert.

Weitere Probleme ergeben sich durch den erhohten Speicherbedarf einer Kom-
ponentensoftware, in der jede Komponente ihre eigenen Datenstrukturen bereit
hilt. Grofse Bilder liegen somit als Kopien einmal je Komponente vor. Insbe-
sondere bei Volumina kann es vorkommen, daf der verfiighare Speicher schnell
ausgenutzt ist. Dies kann zu Lasten der Rechnerperformance gehen.

Ein moglicher Kritikpunkt ist die lange Rechenzeit der Merkmalsextraktoren.
Eine parallele Extraktion der Merkmale etwa in einem GRID konnte die Rechen-
zeit erheblich verringern. Einzig die Erstellung eines Klassifikators ist bisher nicht
parallelisierbar.

Das inkrementelle Erweitern des jeweiligen Klassifikators ist derzeit noch sehr
unhandlich, da nach jeder Anderung ein neuer Trainingsdatensatz vorhanden ist,
fiir den ein neuer Klassifikator erstellt werden muss. Manche Klassifikatoren, z.B.

Bayes’sche, konnten mit Codebook Vektoren [63| einfacher aktualisiert werden.

6.3 Schlufifolgerung

Die in dieser Arbeit entwickelte Methodik gestattet dem Experten das interaktive
Training eines Systems auf bestimmte Mustererkennungsprobleme.

Bislang werden fiir Mustererkennungsprobleme, insbesondere fiir die bendétigte
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Segmentierung, stets neue Algorithmen entwickelt. Diese Algorithmen werden
speziell fiir ein Segmentierungsproblem entwickelt. Ihre Parameter sind meist
manuell und subjektiv ausgewihlt worden. Spéitere Anpassungen sind meist un-
moglich. Mit der vorliegenden Methodik werden diese Probleme umgangen. Dies
wird durch eine flexibles, lernendes System mit automatischer, problembezogener
Parameterwahl erreicht.

Zu diesem Zweck bestimmt das System automatisch geeignete Parameter zur Lo-
sung des Problems, insbesondere fiir einen lernenden Segmentierungsschritt. Der
Experte kann jederzeit mit seinem Wissen Einflufs auf das System nehmen und
den Lernvorgang nach seinen Wiinschen beeinflussen.

Fiir den Fall, dak ein trainiertes System zukiinftigen Anforderungen nicht geniigt,
kann das Training jederzeit wieder aufgenommen werden, um neues Experten-
wissen zu integrieren. Die Qualitdt der mit der Methodik erzielten Ergebnisse
ist subjektiv und objektiv bewertet in den meisten Féllen sehr hoch, obwohl die
Methode noch nicht optimiert wurde (s.6.2).

Abschliefsend ist zu bemerken, daf mit der vorgestellten Methodik automatisch
gute Parameter gefunden werden konnen, wenn das interaktive Training akku-
rat erfolgt und keine widerspriichliche Information eingebracht wird. Solange also
eine geeignete Kombination von Merkmalen, Selektions- und Klassifikationsalgo-
rithmus existiert, kann die menschliche Segmentierung mit objektiven Mitteln

mittels der vorgestellten Methodik automatisch nachgebildet werden.
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Anhang A

Merkmale

In diesem Kapitel finden sich die Berechnungsvorschriften fiir alle im Laufe dieser
Arbeit verwendeten Merkmale. Zur Erleichterung sind die Merkmale in alpha-
betisch sortiert. Grundsitzlich werden fiir die Berechnung der Merkmale keine
Einheiten verwendet; diese konnen jedoch durch die Kenntnis der Auflosung be-
riicksichtigt werden. Wenn nicht anders angegeben ist die Berechnungsvorschrift
fiir den zweidimensionalen Fall angegeben, die meist problemlos auf die dritte
Dimension erweitert werden kann.

Die Bezeichnung der Merkmale erfolgt wie im Abkiirzungsverzeichnis in Engli-
scher Sprache. Sofern sinnvoll, wird den Bezeichnung eine deutsche Ubersetzung
vorangestellt. Innerhalb der Formeln werden zur besseren Lesbarkeit zusitzliche

Symbole benutzt, die an geeigneter Stelle eingefiihrt werden.

A.1 Statistische Merkmale

Statistische Merkmale beschreiben die statistischen Eigenschaften der Grauwerte
eines Objekts. Es gibt Merkmale, die Aussagen iiber die Grauwerte selbst machen
und solche, die das Grauwerthistogramm beschreiben.

Das Histogramm ist ein Diagramm der Haufigkeit H(g)) des Auftretens eines

Grauwertes ¢ fiir alle im Objekt vorkommenden Grauwerte.
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Number of Greyvalues - Anzahl der Grauwerte

Die Anzahl der Grauwerte (SNumGV) N ist die Zahl aller im Objekt vorkom-

menden unterschiedlichen Grauwerte [64].

Maximaler Grauwert

Der maximale Grauwert (SMax) G4, ist gebrauchlicherweise der hellste Grau-

wert des Objektes. Er représentiert die rechte Grenze des Histogramms [41, 64].

Minimaler Grauwert

Der minimale Grauwert (SMin) G, ist der dunkelste Grauwert des Objektes.

Er représentiert die linke Grenze des Histogramms [41, 64].

Median

Der Median (SMed) ist eine Kennziffer der mittleren Lage aller N Grauwerte des
Objektes.

Grey Spread - Spannweite der Grauwerte

Die Spannweite (SGS) S entspricht der maximalen Differenz zwischen zwei Grau-
werten [41, 64]:

S = Gma:v - szn (Al)

Histogramm

Die folgenden Extraktoren beruhen auf der Auftrittswahrscheinlichkeit P(g) eines
Grauwertes g, welche aus dem Histogramm berechnet wird. Sie treffen grofiten-
teils eine Aussage iiber die Intensitétsverldufe des Objektes. Das Subscript g zeigt,
wenn nicht anders angegeben, die Zugehorigkeit zu histogrammbasierten Merk-
malen an, da gleichnamige Merkmale moglicherweise auch fiir Texturen berechnet

werden konnen.
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Anisotropiekoeffizient

Aus der Entropie (s. Gl. A.5) wird der Anisotropiekoeffizient (SAnisoCoeff) Cy,
abgeleitet. Er ist ein Mak fiir die Symmetrie des Histogramms [64]:

- i P(g)log, P(g)

Cas =~ (A.2)

mit
> P(g) > 0,5 (A.3)

und Hg als Entropie des Objektes (s. Gl. A.5) und S als Spannweite des Histo-
gramm (s. Gl. A.1). Symmetrische Histogramme besitzen einen Cy4  von 0,5. Jede

Abweichung hiervon stellt eine Asymmetrie dar [64].

Histogrammformen

steilgipflig
positiver Exzess

positive Schiefe

lirkssteile
Kurve

normal

flachgipflig

/ negativer Exzess

¥

Abbildung A.1: Histogrammformen: Gaufl ‘sche Normalverteilung, positive Schiefe, po-
sitiver Exzef (steilgipflig) und negativer ExzefS (flachgipflig) [41].

Energie

Die Energie (SEner) Fg, in der Literatur auch Homogenitit genannt, ist wie folgt
definiert [43, 64, 65]:

Bs =3 Plg) (4.4)
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Entropie

Die Entropie (SEntr) Hg ist ein Maf fiir den mittleren Informationsgehalt des
Objektes [64] und wird aus der relativen Wahrscheinlichkeit P(g) der Graustufen
des Histogramms abgeleitet [41, 43, 64, 65].

Kurtosis (ExzeR)

Die Kurtosis (SKurt, Exzel) Exg zeigt an, wie weit eine Verteilung nach oben
oder unten von der Gaufsschen Normalform (s. Abb. A.1) abweicht [41]:

Exg = (9 — ps)*P(g) (A.6)

o:qu;| =
WE

g=1

mit 0% als Varianz (s. G1. A.13) und pg als Mittelwert (s. GL. A.9) des Objektes.

Kurtosis Measure - Mafizahl des Exzesses

Die Mafzahl Exzef (SKurtMeas) Exj, ist ein Mak fiir den Exzefs [41, 64| in
dimensionsloser Form. Die Subtraktion um den Wert drei wird durchgefiihrt,

damit der Exze der Gault’schen Normalverteilung Null ist.

E
Bay, = —22 3 (A7)

2
Og

Mode Greyvalues - Hiufigster Grauwert

Der hiufigste Grauwert (SModeGV) G ist der Grauwert mit der hochsten Erhe-
bung im Histogramm. Er trifft eine relative Aussage iiber die Farbe des Objektes
[64].

Gy =max{P(g;)} i=(0,...,5) (A.8)
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Mittelwert

Der Mittelwert s des Objektes ist der mittlere aller N Werte des Histogramms.
Er ist nach [41, 43, 66, 64, 65, 67| definert als

ps=>_ gP(g) (A.9)

Skewness - Schiefe

Die Skewness (SSkew, Schiefe) Sg berechnet den Grad der Asymmetrie einer
Verteilung [41, 43, 64, 67|. Ist die Verteilung nach links geneigt, so ist die Schiefe
positiv, ist sie nach rechts geneigt ist die Schiefe negativ (siehe Abbildung A.1) .

0N
—

1

3
Og

Ss = (9 — ps)*P(g) (A.10)

i
=)

Skewness Measure - Mafizahl der Schiefe

Die dimensionslose Mafzahl der Schiefe (SSkewMeas) Sy, fiir eine Gauf’sche

Normalverteilung [64]:

(A.11)

Standardabweichung

Die Standardabweichung (SStdDev) og ist ein Mak fiir die Streuung um den
Mittelwert (s. GL. A.9) [41]:
o5 =1\/0% (A.12)

Varianz

Die Varianz (SVar) 0% ist die Summe der quadratischen Abweichungen vom Mit-
telwert (s. GL.A.9). Bei geringer Varianz sind die Grauwerte in einem kleinen
Bereich um den Mittelwert verteilt |41, 43, 66, 64, 67|.

n
—_

o5 =) (9—ps)*Pg) (A.13)

)
Il
o
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Variationskoeffizient

Der Variationskoeffizient (SVarCoeff) VARg berechnet das Verhéltnis aus der
Varianz (s. Gl. A.13) und dem Mittelwert (s. G1. A.9). Ist die Varianz klein, so ist
auch der Variationskoeffizient klein. Dies bedeutet, dafk sich die Grauwerte um
einen kleinen Bereich um den Mittelwert befinden [64, 41].
0§
1s

VARg = (A.14)

A.2 Texturmerkmale

In diesem Kapitel werden die Berechnungsvorschriften der Texturmerkmale vor-
gestellt. Sie lassen sich in zwei Gruppen einteilen: Zum einen Merkmale, die aus
der Cooccurrence-Matrix und zum anderen Merkmale, die aus der Lauflingen-
Matrix extrahiert werden konnen, einteilen. Das Subscript 7 bedeutet, wenn nicht
anders angegeben, die Zugehorigkeit zu texturbasierten Merkmalen, da gleichna-
mige Merkmale auch fiir Histogramme berechnet werden konnen.

Texturen sind aus sich wiederholenden kleinen Mustern aufgebaute Strukturen.
Diese Muster sind wiederum aus sich wiederholenden Grauwerten in einer lokalen
Nachbarschaft zusammengesetzt. Hierbei konnen die Grauwerte in einer solchen

Nachbarschaft auch variieren [67].

Cooccurrence-Matrix

Die Cooccurrence-Matrix ist ein wichtiges Werkzeug fiir die Texturanalyse, indem
sie die rdumlichen Zusammenhénge des Objektes beriicksichtigt. Sie wurde Im
Jahr 1973 erstmals von Haralick [40] vorgestellt.

Die Zusammenhénge werden durch die Wahrscheinlichkeit P(g, ¢') des Auftretens
zweier Grauwerte g und ¢’ mit dem rdumlichen Abstand d betrachtet. Hierbei
wird d als ,Displacement” bezeichnet. Bei festem d gilt:

Lc Lo

0< P(gg)<1Vgg und Y > Ply2) =1,

y=1 z=1
wobei Le die Lange der Cooccurrence-Matrix ist, welche iiber die Anzahl G

verschiedener Grauwerte bestimmt wird.
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In einer Cooccurrence-Matrix My(y, z) werden die Auftrittswahrscheinlichkeiten

fiir ein festes Displacement zusammengefafit.

P(1,1) P@21) --- P(G,1)
M) — P(l.,2) P(2',2) . P(G,2)
P(1,G) P(2,G) --- P(G,G)

Eine so erstellte Cooccurrence-Matrix ist nicht zwangsweise symmetrisch. Sie
beinhaltet Eigenschaften der Textur und ermdéglicht die Berechnung numerischer
Merkmale. Sie ist nicht rotationsinvariant und hangt von der Wahl des Displa-
cementvektors ab. Die Erweiterung des Displacementvektors um die Winkel 0°,
45°, 90°, 135° und Mittelung fiir jeden Eintrag in der Cooccurrence-Matrix er-

moglichen dies jedoch.

Absolute Value - Absolutwert

Der Absolutwert (TAbsVal) Ar ist vorzeichenloses ein Maf aus der Cooccurrence-

Matrix [43]:
Lo—1Lo—1

Ar= 3" " ly— =2 Py, 2) (A.15)

mit L¢ als Lange der Cooccurrence-Matrix und P(y, z) als Auftrittswahrschein-

lichkeit an der Stelle y,z in der Cooccurrence-Matrix.

Energie

Die Energie (TEner) Er als Summe aller Quadrate der Grauwerte stellt ein Maf
fiir die Homogenitét dar [10, 40, 43, 64, 68, 69, 70]:

Le Lo

Er=> Y Py (A.16)

y=1 z=1

Entropie

Die Entropie (TEntr) Hr ist ein Mak fiir den mittleren Informationsgehalt des

Objektes [71]. Die Informationsmenge laft sich aus der relativen Auftrittswahr-
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scheinlichkeit P(y, z) der Cooccurrence-Matrix ableiten [43, 40, 68, 71, 69, 10, 70].

Le Lo

—> > Py, 2)log, P(y,2) (A.17)

y=1 z=1

Homogenitit

Ein homogenes Objekt hat eine Cooccurrence-Matrix mit einer Kombination von
hohen und niedrigen Wahrscheinlichkeiten [71]. Wenn die Spannweite klein ist,
sind die Wahrscheinlichkeiten um die Hauptdiagonale konzentriert, wihrend bei
einem heterogenen Objekt die Wahrscheinlichkeiten gleichméfig verteilt sind. Die
Homogenitat (THom) Homy ist durch

Le Lo

Homp = ZZ 1+ ]y—z| (A.18)

y=1 z=1

definiert [10, 69, 71].

Inverse Difference Moment - Inverser—Differenz—Moment

Der inverse Differenz Moment (TInvDiffMom) I DM wird durch

Le Lo

IDM =)y —F—— T P(y, 2) (A.19)

y=1 z=1

berechnet |10, 40, 68, 70].

Kontrast

Der Kontrast (TCont) Kong héngt von hellen und dunklen Bildpunkten, sowie
ihrer Entfernung voneinander ab [41]. Ist im Objekt eine groke Anzahl von Va-

riationen vorhanden, so ist der Kontrast hoch [40, 69, 70, 71].

Lo—1 Lo

Konp = Z n? Z ZP Y, 2 (A.20)

y=
ly— ZI
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Mittelwert

Der Mittelwert (TMean) ur stellt das einfachste Texturmerkmal dar [64]. Ver-
schiedene Texturen konnen denselben Mittelwert besitzen, da sie durch Variation
der Tonungsfliche bestimmt werden. Dies macht es in diesem Fall nicht moglich

die verschiedenen Texturen zu trennen |64, 68|.

Le Lo

pr=>_Y yzP(y,z) (A.21)

y=1 z=1

Standardabweichung

Die Standardabweichung (TStdDev) op kann als Maf fiir die Rauhigkeit der
Textur betrachtet werden, da sie die Differenz der elementaren Merkmale bezogen
auf die Extraktionsfliche beschreibt [64]. Sie wird durch

or = /0% (A.22)

berechnet [64, 68|, wobei o2 die Varianz (s. Gl. A.23) der Cooccurrence-Matrix

ist.

Varianz

Die Varianz (TVar) o2 ist die Summe der quadratischen Abweichungen vom Mit-
telwert (s.Gl. A.21) und ein Maf fiir die Abweichung von der Grundgesamtheit

|10, 40, 64].
Lo Lo

07 =YY (y—pr)’P(y,2) (A.23)

y=1 z=1

Maximum Probability - Maximale Wahrscheinlichkeit

Die maximale Wahrscheinlichkeit (TMaxProb) P,,.. berechnet die maximale in

der Cooccurrence-Matrix auftretende Wahrscheinlichkeit [70, 71].

Pmam = max{P(yzu Zj)} Za] = (07 "'7LC) (A24)
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Grenzwertvektor

Es gibt zwei Grenzwertvektoren p, und p,. p,(7) ist der i-te Eintrag in p,, welcher
durch das Aufsummieren der Zeilen der Cooccurrence-Matrix entsteht. Genau so
ist p, () der i-te Eintrag in p,, welcher durch das Aufsummieren der Spalten der
Cooccurrence-Matrix entsteht.

Mit den Grenzwertvektoren ist es mit Gl. A.9 und GIl. A.12 méglich, die Mit-
telwerte p,, p, und die Standardabweichungen o,, o, von p;, p, zu berechnen
[40].

Cluster Shade - Cluster Abstufung Die Cluster Abstufung (TClustShade)
C'S fiir die Cooccurrence-Matrix entspricht der Schiefe des Histogramms und ist
nach [68] definiert als

Lc Lo

Ca=Y > ((y=1,)+(z=p,)*Py,2) (A.25)

y=1 z=1

Cluster Prominence - Cluster Erhebung Die Cluster Erhebung (TClust-
Prom) Cp fiir die Cooccurrence-Matrix entspricht dem Exzefs des Histogramms
und ist geméfs [68] definiert als:

Lo Lo

Co=> Y ((y=1,)+(:=p,)'P(y,2) (A.26)

y=1 z=1

Korrelation Die Korrelation (TCorr) p ist ein Maf fiir die Linearitét eines
Objektes. Sie ist grof, wenn das Objekt eine erhebliche Menge linearer Strukturen
enthélt |10, 40, 43, 68, 69, 71|.

Lc Le

> 2. (yzP(y, z)) — (D.p,)

p VL (A.27)

00y

Kovarianz Die Kovarianz (TCov) Kov ist die Summe der Abweichungen vom
Mittelwert (s. Gl. A.21) und somit ein Maf fiir die Abweichung von der Grund-

gesamtheit [43].
Lo Le

Kov=> "> "(y—7,)(z—P,) Py, ) (A.28)

y=1 z=1
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Summenvektor

Der Summenvektor p,., ist durch
L¢
Doiy(k Z Z Py, z k=2.3,..2Lc (A.29)

y+z k

definiert [40].

Sum Average - Mittlere Summe Die mittlere Summe (TSumAvg) S,,, wird

aus dem Summenvektor berechnet und ist durch

2Lc

avg Z yp:r+y (A30)
definiert [40, 68].

Summenentropie Die Summe Entropie (TSumEntr) Sg, wird aus dem Sum-

menvektor berechnet und ist durch

2Lc

szwy ) log{ps+y(y)} (A.31)
definiert [40, 68].

Summenvarianz Die Summe Varianz (TSumVar) Sy, wird aus dem Summen-

vektor berechnetund ist durch

2Lc

Sva =Y (= Sun)Pasy(y) (A.32)

y=2

definiert |40, 68].

Differenzvektor

Der Differenzvektor p,_, ist durch

L
Doyl i ZP (y, 2 k=0,1,...,Lc—1 (A.33)

Z_
ly— Z\ k

definiert [40].
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Differenz-Entropie Die Differenz Entropie (TDiffEntr) Dgyy wird aus dem

Differenzvektor berechnet und ist durch

Lo—1

DEntr = - Z px—y(y) log{px—y(y)} (A34)
y=0
definiert [40, 68].

Differenz-Varianz Die Differenz Varianz (TDiffVar) D, ist die Varianz (s.
Gl. A.13) des Differenzvektors [40, 68].

Dy = 0%(Pa_y) (A.35)

Information Measure Correlation 1 - Informationsgehalt Korrelation 1

Der Informationsgehalt Korrelation 1 (TIMCorrl) Ig,, wird mit Hilfe der Entro-
pie der Cooccurrence-Matrix (s. G1. A.17), den Entropien der Vektoren p,, p, (s.
Gl A.5) und einer gemischten Entropie der Cooccurrence-Matrix und den Vek-

toren p,, p, berechnet [40, 68]. Er ist durch

Hp — HXY1
Tico, = A.36
K maz{Es(ps), Es(py)} ( )

definiert, mit
Lc Le

HXY1= =33 Ply,2)log{p.(y)p, (=) (A.37)

y=1 z=1

und maz{Es(p.), Es(p,)} als Maximum der Entropien der Vektoren p, und p,.

Information Measure Correlation 2 - Informationsgehalt Korrelation 2

Der Informationsgehalt Korrelation 2 (TIMCorr2) Ig,, wird mit Hilfe der Entro-
pie der Cooccurrence-Matrix (s. Gl. A.17) und der Entropie der Vektoren p,, p,
(s. Gl. A.5) berechnet [40], [68]. Er ist durch

Iico, = {1 — e 2HXY2= 1)} 3 (A.38)

definiert, mit

Lc Lo

HXY2==> " p.(y)py(2)log(p:(y)py(2)) (A.39)

y=1 z=1
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Maximaler Korrelationskoeffizient

Der maximale Korrelationskoeffizient (TMaxCorrCoeff) Ckopp,... ist ein Mak,
welches aus der Cooccurrence-Matrix und den Grenzwertvektoren berechnet wer-

den kann. Er ist die Wurzel des zweitgroften Eigenwertes der Matrix () [40] mit

Q.5 =y P bR (A40)

Lauflangen-Matrix

In diesem Abschnitt werden die Berechnungsvorschriften fiir die Merkmale, wel-
che aus der Lauflingen-Matrix extrahiert werden kénnen vorgestellt. Die Lauflingen-
Matrix stellt ein wichtiges Hilfsmittel fiir die Texturanalyse zur Verfiigung. Zu
ihrer Erstellung werden die Grauwerte mit der Haufigkeit des Auftretens ihrer
Léangen in einer Matrix eingetragen. Die Zeilen stehen fiir die Grauwerte (z. B.
0 - 255), die Spalten fiir die Lénge des Laufes (1 - maximaler Durchmesser des
Objektes). Ein Eintrag in der Matrix an der Stelle x,y mit dem Wert 2 besagt,
dak der Grauwert x mit der Lauflinge y zweimal im Objekt vorkommt.

Bei der Erstellung der Matrix werden nur ganze Laufe betrachtet, Teilsequenzen
eines Laufes werden nicht beriicksichtigt, d. h. kommt ein Grauwert z mit der
Lauflinge y = 2 (x zweimal nebeneinander) im Objekt vor, so wird in der Matrix
an der Stelle z, y = 2 der Wert inkrementiert. Der Wert an der Stelle z, y = 1
bleibt unberiihrt.

W O O
o | O© | W | W

3
1
2
1

W | DN | = | =

(a) (b)

Abbildung A.2: Erstellung einer Lauflingenmatriz. (a) Grauwerte, (b) Lauflingen
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In Abbildung A.2 ist beispielhaft ein Grauwertbild dargestellt. In a sind die Grau-
werte und in b die dazugehorigen Zahlenwerte zu sehen. Fiir einen Winkel von
0° (horizontal) fiir die Richtung der Lauflinge liefert die Berechnung folgende
Matrix:

Spalte: Lange des Laufes (hier 1...4)

0 '\ «<— Zeile: Grauwert (hier 0...3)
0
0
1]

Mpi0®) =

= e L —
oo o

c o o o

Abbildung A.3: Aus der Abbildung A.2 berechnete Lauflingenmatrix fiir einen
Winkel von 0°(horizontal).

Diese Darstellung ist wie bei der Cooccurrence-Matrix nicht rotationsinvariant.
Um dies zu ermoglichen miissen fiir die Erstellung der Lauflingen-Matrix die
Winkel von 0°, 45°, 90° und 135° verwendet werden.

Short Run Emphasis - Betonung kurzer Liufe

Die Betonung kurzer Laufe (TRISRE) dividiert im Zahler jeden Eintrag in der
Lauflingen-Matrix durch das Quadrat ihre Lange. Der Nenner ist die Gesamtzahl
der Laufe im Objekt und dient zur Normalisierung. Sie ist durch

Ly L

™
=

Pp, (y,z)
22

g
g

1

PL(y7 Z)

TRISRE = (A.41)

=5
M|

1z

Il
—

Y

definiert |67, 71, 72|, wobei Ly, die Lange der Lauflangen-Matrix und Pp(y, ) die
Summe des Auftretens des Grauwertes y mit der Lauflinge z in der Lauflingen-

Matrix ist.

Long Run Emphasis - Betonung langer Liufe

Die Betonung langer Liufe (TRILRE) multipliziert im Zahler jeden Eintrag in

der Lauflingen-Matrix mit dem Quadrat der Lénge. Der Nenner dient auch hier
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zur Normalisierung. Sie ist definiert [67, 71, 72| als

Ly L

Z Z ZZPL(ya Z)
TRILRE = y:Lle:;L (A.42)
Z z PL(ya 2)
y=1z=1

Run Percentage - Prozentuale Anzahl der Liufe

Die prozentuale Anzahl der Laufe (TRIRunPerc) berechnet das Verhiltnis der
Laufe in der Lauflingen-Matrix und dem Volumen. Sie ist definiert [67, 71, 72|

als
L; Lr

>, 2, Py, 2)

TRIRunPerc = ="="
unrerc V

(A.43)

Greylevel Distribution - Ungleichméftigkeit der Grauwerte

Die Ungleichméifigkeit der Grauwerte (TRIGLDist) ist definiert [67, 71, 72] als

L., (Lp 2
> {z PL<y,z>}
TRIGLDist = Y=~

Ly Lyp

>, 2. Py, 2)

y=12=1

(A.44)

Run-length Distribution - Ungleichméftigkeit der Lauflingen

Die Ungleichméfigkeit der Lauflingen (TRIDist) ist definiert [67, 71, 72| als

iLf {% Pr(y, Z)}2

. z=1 (y=1
TRIDist = L

>, 2. Prly,2)

y=1z=1

(A.45)
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